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1 Regresszié a sokasagban: a feladat
megfogalmazasa, megoldasa és
modellminosités

1.1. Ut a regressziés modellekhez

Jelolésrendszer

e Az eddigi példakbdl is lathatd, hogy van egy véltozd, aminek az alakulasat le
kivanjuk {rni, amit modellezni akarunk, ennek neve eredményvaltozé (vagy fiiggd
valtozd, angolul response), jele Y

o Es vannak valtozok, amikkel le akarjuk az eredményvaltozét irni, amikkel model-
leziink, ezek nevei magyaréazé valtozék (vagy fiiggetlen valtozok, angolul predic-
tor), jelik X; (i =1,2,...,k)

e Az eredményviltozo a vizsgalt kimenet, a magyardzé valtozok az azt — potencia-

lisan — befolyasol6 tényezOk (tehat a fontos, vizsgalt valtozok és a — potencidlis —
confounderek egyarant)

Kitéro: szimultaneitas

o Latszik, hogy eredményvaltozébdl csak egyet engediink meg

o Ha t6bb lenne, akkor legfeljebb kiilon-kiiloén foglalkozunk mindegyikkel — mond-
hatjuk els6 ranézésre

e Ez nem igaz azonban akkor, ha valtozék kdlcsondsen hatnak egymaésra

o Példdul nem csak a rendéri erék létszama hat a biinozésre (jé esetben...), hanem
forditva is, hiszen a multbeli biintzési adatok szamitanak a rendori vezetésnek
akkor, amikor hatdroz a rendori erék telepitésérol

e Ez a szimultaneitas problémaéja

o Most nem foglalkozunk vele (to6bbegyenletes 6konometria, szimultan modellek fe-
dénevek alatt lehet vele taldlkozni)
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Ha médunkban allna a varosokba wvéletlenszeri mennyiségii rendori allomanyt telepi-
teni, majd lemérni a bilinozési ratakat, akkor kénnyen meg tudndnk hatarozni, hogy az
el6bbi hogyan hat az utobbira. A valdsdgban ilyet nem tehetiink, hiszen ezt a rendérség
kozpontilag hatarozza meg, raadasul tgy — és most ez lesz a lényeg —, hogy az nem fiig-
getlen a biindzéstol: ahol magasabb, oda inkdbb vezényel tobb rendort. A kettd tehdt
kélcséndsen hat egymasra.

Utban a regressziés modellek felé

e Az X-ek hatnak az Y-ra.. ezt kellene megragadni matematikailag!

De hat erre ismeriink egy jé6 matematikai objektumot, ami pont ezt irja le:

Y = f(X1,Xo,...,Xy)

A késGbbiekben erre azt fogjuk mondani, hogy ez egy statisztikai modell

Nehéz lenne vitatkozni ennek az dltalanossagaval, csak épp...

Sztochasztikussag

A 6 probléma, hogy a modell azt feltételezi, hogy az Y és az X-ek kapcsolata
determinisztikus

o Szinte teljesen mindegy is, hogy mi az Y és mik az X-ek, hogy mi a vizsgélt prob-
léma, a tarsadalmi-gazdasagi jelenségek vizsgalata kapcsan lényegében altalanosan
kijelentheto, hogy ez irrealis

o Egy kozépiskolai fizika-kisérletben ez lehet jé kozelités (megj.: igazabdl ott sem,
mert vannak mérési hibék — legfeljebb elhanyagoljuk 6ket), de itt szinte kizéart, hogy
fiiggvényszerit médon meghatarozzak a magyarazé valtozdk az eredményvaltozot

e A val6di modell sztochasztikus kell legyen:

Y:f(Xl,XQ,...,Xk)—l-{f

o Rovid jelolésként az X-eket gyakran egy vektorba vonjuk 6ssze: Y = f(X) +¢
o Azilyen f-et hivjuk (sokasigi) regressziéfiiggvénynek

€ neve: hiba
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1.2. Regresszié a sokasagban

Sokasag és minta

o Ez az egyenlet egy sokasdgi modell: azt irja le, hogy a valésag hogyan miikodik
o Ezt persze mi nem tudhatjuk, majd mintabdl kell kitaldlnunk (megbecsiilniink)
o Egyeldre ezzel ne torodjiink, és vizsgaldodjunk tovabb a sokasigban

e A nem-kisérleti jelleg miatt az az értelmes modell, ha mind az eredményvaltozot,
mind a magyaraz6 valtozdkat — és igy persze e-t is — valdszinliségi valtozénak
vessziik, melyeknek eloszldsa van (ezért haszndltunk eddig is nagy betiiket!)

A sokasag leirasa

e Most valszamos emberek lesziink: gy vessziik mintha ismernénk a sokasdgot

o (Valdéjédban persze csak a mintén keresztiil tudunk ra kovetkeztetni, de a valszdmos
nézopont épp azt jelenti, hogy ezzel nem térédiink: gy vessziik, hogy nalunk van a
bolcsek kove, azaz valahonnan tudjuk, hogy mi ,,az” eloszlas, egyelére nem torédve
azzal, hogy ezt igazabdl honnan is tudhatjuk)

o Mit kell ismerniink? Nem egyszertien Y és X1, Xo,..., X} eloszldsait (kiilon-
kiilén), hanem az egyiittes eloszlasukat

A sokasag értelme

o Ezt tgy kell elképzelniink mint egy k£ 4 1 dimenziés teret: minden pont egy adott
magyarazé- és eredményvaltozé-kombinacié (ami adott eloszlas szerint eléallhat:
van ami gyakrabban, van ami ritkdbban)

o (Ha az X-eket rogzitjik, akkor egy olyan egydimenziés eloszlast kapunk, ahol a
becsiilt érték mindenhol ugyanaz, mikézben persze a — valédi — Y nem: épp ez a
hiba oka)

e A tér minden pontjiban valamekkora a hiba (becsiilt és tényleges kiilonbsége),
ennek persze az eloszlasat épp az hatdrozza meg, hogy milyen a k + 1 dimenzids
téren a striiségfiiggvény: ha valahol kicsi, akkor az ottani hiba kis hozzajarulast
fog adni az e eloszlasdhoz

Példa a sokasag valdsziniiségi leirasara
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0.00020%
0.00015}
0.00010"

0.00005

Ez egy kétvaltozos eloszlas egyiittes siirliségfliggvénye; itt az egyik valtozo jatssza
a magyarazo-, a masik az eredményvaltozo szerepét. Mint slriségfiggvény, igaz ra,
hogy tetszéleges teriilet felett kiszamolva a gorbe alatti térfogatot (azaz kiintegralva a
fiiggvényt), megkapjuk annak a valésziniiségét, hogy a valdszinliségi valtozé a kérdéses
teriiletre esik.
Elaruljuk, hogy a fenti eloszlas tobbvaltozds normalis (kés6bb ennek majd jelentGsége
422 0,6 - 20 - 42
0,6 -20 - 42 202

lesz), p = ;g varhatoérték-vektorral és C = ( kovariancia-

matrixszal.

Példa a sokasag valdsziniiségi leirasara

y

80

Ez ugyanaz mint a fenti stirtiségfiiggvény, de ,szintvonalakkal” leirva (azaz kiillonbozé
z magassagokban elmetszettiik a stirtiségfiiggvényt és a kapott metszeteket dbrazoltuk).
Beldthatd, hogy tobbvaltozés normalis esetén ezek mindig ellipszisek. (Ugy, hogy az
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ellipszis kozéppontjat a varhatoéérték-vektor adja meg, a tengelyek a kovariancia-matrix
sajatvektorainak iranyaba mutatnak, féltengelyeik hossza pedig a kovariancia-matrix
megfelel6 sajatértékeivel ardnyos.) A fenti dbrat rdadasul tgy képeztiik, hogy a metsze-
tek adott valészinliségl teriiletet hataroljanak; a legnagyobb tertiletii ellipszisrol példaul
az mondhato el, hogy teriiletére épp 95% valdsziniiség esik a fenti eloszlasbol. Ez tehat
lényegében a 0,95-0s ,kvantilis-ellipszis”. (A fentiek miatt az ilyen értelmi régiék tobb-
valtozds normélis eloszlas esetén jol meghatarozottak.) A fenti dbra ezt a 0,01, 0,05, 0,1,
0,5, 0,9, 0,95 és 0,99 valészintiségekhez tartozé ellipsziseket adja meg.

Ezt az dbrazolast szokés 'contour plot’-nak nevezni, elénye, hogy — a haromdimenzios
érzékeltetéssel szemben — nem érzékeny a néz6pont megvalasztasara, részek nem takar-
nak ki masokat stb. (Am cserében nyilvan informécié-vesztéssel jar, ami azzal aranyos,
hogy milyen sfiriin képezziik a metszeteket.)

Az optimalis regressziofiiggvény definialasa

e Mit neveziink ,legjobb” f-nek? Ehhez nyilvan definidlni kell, hogy mit értiink
josag alatt...

o Természetes elvaras, hogy a tényleges érték (V') és a modell szerinti érték (f (X1, Xo, ...

més szoval becsiilt vagy predikédlt érték) minél kozelebb legyen egyméshoz, azaz,
hogy € kicsi legyen

e Az mar dontés kérdése, hogy mit értiink ,kicsi” alatt; tipikus valasztés:

— mivel € is egy val. valtozd, igy a varhat6 értékét vessziik (az mar egyetlen
szam, amit lehet minimalizalni)

— és hasznéljuk a négyzetét (hogy — egy matematikailag kényelmesen kezelhet
fiiggvénnyel — megszabaduljunk az el6jelétdl)

o A varhaté érték azért is fontos, mert jol kifejezi, hogy ,,ott kevésbé szamit a hibazas,
ami kevésbé gyakran fordul el§”

Az optimalis regressziofiiggvény meghatarozasa

o Igy tehat a feladat:

arg;ninIE v — f(g)]Q

o Egészen abszurdan hangzik (az Gsszes 1étez6 fiiggvény korében keresstink optimu-
mot?), de megoldhatd!

o A megoldés a feltételes varhaté érték:

fopt(x):E(Y’X:x)

e Ez az eredmény teljesen univerzdlis, sesmmit nem tételeztiink fel f-rol!

, Xk),
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o (Emlékeztetiink rd, hogy ha E (Y | X = x) egy f (x) transzformaciét definial, ak-
kor E (Y | X ) alatt f (X)-et értjik — ez tehat egy valdsziniliségi valtozo)

Barmilyen meglepd, de nem is olyan rettenté nehéz megoldani ezt az optimalizacios
problémat. Legyen fop: a feltételes varhatoé érték, f pedig egy tetszOleges k-valtozos
fuggvényt. Alakitsuk at a kritériumfiiggvényt:

E[Y — f(X)]* =E[Y — fopt (X) + fops (X) — £ (X)]” =
=EY — fopu (X)) + E{ [V = fope (X)] [fope (X) = £ ()] } +
+E [fopt (&) - f (&)]2 :

A kozépsé tag szerencsére nulla, ezt toronyszabéllyal lathatjuk be:

B {Y o (0] o ()~ £ (0]} =
=5 {B{[Y ~ fos (0] ot (0 - £ (0]} 1 X} =
= B { [ope (X) — fops (0] B [fos () — £ ()] | X} =0,

igy azt kaptuk, hogy

E[Y — f(X))]? =E[Y ~ fops (X)]* +E [fopt (X) — £ (X)]?,

amibdl mar csakugyan lathaté, hogy fopt a legjobb vélasztas, hiszen az elsé tagra nincsen

rahatdsunk (mi ugye f-et éllitjuk), a masodik tag pedig egy négyzet varhaté értéke, igy
0-nal kisebb nem lehet, de az csakugyan elérhetd, ha f-nek fop-ot valasztjuk.

A feltételes varhatéérték — emlékezteto
Az egyiittes eloszlast ,elmetssziik” a feltétel (példaul x = 150) pontjaban:

y

7,

X
° \QQ_\_%/LQO/ il 20

10
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A feltételes varhatéérték — emlékeztet6

Az igy ,kimetszett” eloszlds még nem eloszlds, mert nem 1-re normaélt...

f

0.00005
0.00004
0.00003
0.00002

0.00001

A feltételes varhatoérték — emlékezteto

.. de osztva a tényleges integraljaval (ami persze a peremeloszlds értéke a feltétel
pontjaban) kapjuk az igazi feltételes eloszlast:

—

0.025

0.020

0.015

0.010

0.005

A feltételes varhatéérték — emlékezteto

Ennek a varhatoértéke az adott feltétel melletti feltételes varhatoérték (E (Y | X = 150) =
46,9)

11
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—

0.025

0.020

0.015

0.010

0.005

1.3. Az optimalis sokasagi regresszi6
Optimalis sokasagi regresszié szamitasa
o Ez tehat — legalabbis elvileg — pusztdn a sokasagi eloszlas ismerete alapjan kisza-
mithatd, csak némi integralast igényel

e Csakhogy: az integral gyakorlati kiszamitasa még egyszerii eloszlasokra sem feltét-

leniil egyszeri

o Egy nevezetes kivétel lesz, a tobbvaltozos normalis elszolas

Optimalis sokasagi regresszié normalis eloszlasnal
Az optimalis becslés egy pontnal:

v
100

80

60

-0 k\&\_so/wo/ 150 200

—40

Optimalis sokasagi regressziéo normalis eloszlasnal
Szamitsuk ki tobb pontra is:

12



1.3 Az optimalis sokasagi regresszio

Optimalis sokasagi regresszié normalis eloszlasnal
Amit latunk, az nem véletlen:
Ha Y és X egyiittes eloszlasa normaélis, akkor

E (Y | X) =EY + CyxCy (X —EX).
Azaz irhatjuk, hogy
E(Y|X)=080+pbX1+PXo+ ...+ BpXr.

ha bevezetjiik a
By =EY — CyxCLEX

és a
T 1
(/31 Ba - /8k> =CyxCixX

jeloléseket.

Tobbvaltozos normélis eloszldsnél tehat specidlisan a regresszidfiiggvény linearis lesz.

Erdemes megfigyelni (ez kétvaltozés esetben jl érzékelhetd vizudlisan is), hogy a reg-
resszi6fiiggvény nem a kvantilis-ellipszis nagytengelye (tehdt a korrelacidés métrix meg-
felel6 sajatvektora) irdnyaba mutat! (Hanem az ellipszis ,vizszintesen szélsé” pontjain
megy at.)

Kétvaltozos (X,Y) esetre: E (Y | X) = EY + M (X —EX). Két észrevétel

ennek kapcsan:

e Korrelaci6 megjelenése: E (Y | X) = EY + % (X -EX) = EY + % '
corr (X,Y) - (X —EX).

o A linearitds megjelenése itt: E (Y | X) EY—I-COV( Y) (X —EX) = (EY M EX)
X ) sy B (Y | X) = fo+ BiX, ha fy = (EY_M. X) és o =

D2X
cov(X,Y)
D2X -

13
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A hibaalak

Altaldban is értelmes tehdt a kovetkezd dekompozicié (a modell ,error form”-ja):

Y=E(Y|X)+e

Y mindig felirhat6 igy! Csak majd E (Y | X ) helyébe irjuk be a mi konkért fligg-
vényformankat, példaul azt, hogy Bo + S1X1 + B2 Xo + ... + B Xk

e Megjegyzés: amikor ilyet hasznalunk, azaz a fliggvény strukturdjat megadjuk, csak
egy vagy tobb — valds szam — paramétert hagyunk ismeretleniil, akkor paraméte-
res modellrél (paraméteres regressziérol) beszéliink

e Lehetne az E (Y | X ) anélkiil probalni kozeliteni, hogy barmilyen konkrét fiigg-
vényforma mellett elkotelez6dnék (nem-paraméteres modell), de ezekkel most nem
fogunk foglalkozni

Lényegében arrél van szo, hogy szétbontjuk az eredményvaltozé alakulasat egy 'ma-
gyardzovaltozokkal elérhetd legjobb becslés’ (méar lattuk: a feltételes varhatoérték) és
egy ‘'maradék hiba’ részre (ami marad). A regresszidanalizis a feltételes eloszlasra kon-
central! Ezért elvileg olyasmit kéne irnunk, hogy ,, (Y | X ) =K (Y | X ) +¢”, de ezt nem
tesszik (az (Y | X ) objektumot nem szokas definidlni), ehelyett a bal oldalra siman Y-t
frunk (de ne feledjiik, hogy ez feltételes).

A hiba egy fontos tulajdonsaga

+ Az elgbbiekbdl kovetkezik, hogy E (= | X) = 0 (hiszenE (¢ | X) =E (Y ~E (¥ | X) | X) =

E(Y|X)—-E(Y|X), a kétszeres varhat6 érték-vétel nyilvin ugyanaz, mint az
egyszeres)

o Késébb fontos lesz, ha mindezt igy fogalmazzuk meg: ha tényleg a j6 E (Y | X )—t
hasznaljuk becslésre, akkor a hiba az el6bbi tulajdonsagu kell legyen
1.4. Modellmindsités a sokasagi regresszioban

Modellminoésités

« Mivel E (e | X) = 0, igy cov (¢, X;) = 0 és emiatt cov (¢, Bo + S1.X1 + foXo + ... + BpXy) =
0 is

o Igyigaz, hogy D?Y =D? (B + £1.X1 + f2Xo + ... + 3 X}1,) + D% (varianciafelbon-
tas)

14



1.4 Modellmindsités a sokasagi regresszioban

Magyarazott variancia szemlélet

o Képzeljiik el, hogy latjuk az embereket, de csak a fizetésiiket: az elsének 100 egység,
a masodiknak 123, a harmadiknak 500, a negyediknek 83, és igy tovabb

« Nem értjiik, hogy miért van ez a szérédas, ez a variancia (D?*Y)

o Megismerjiik az oktatottsdgukat — ez megmagyardzza a variancia egy részét (pl.
kideriil, hogy az elsének csak 8 dltaldnosa van, de a masodiknak érettségije)

o Persze ez sem magyariaz mindent: lehet, hogy a negyediknek szintén 8 dltalanosa
van, és mégsem keres 100 egységet

o Ha tjabb magyarazé valtozékat ismeriink meg, akkor még tovabb csdkkenhet ez a
meg nem magyarazott variancia (D%¢)...

Az elébb latott felbontds tehat nem csak ,statisztikai atalakitds”, hanem kézzelfoghato
tartalom van mogotte!

Modellmingsités ,,magyarazott variancia hanyad” elven

o Ertelmes tehat azt mondani, hogy a D?Y varianciabél D2 (8y 4+ S1.X1 + BoXo + ... + BuXk)
az, amit ,,megmagyardzott” a modelliink, D¢ az, amit nem

o Ezért az

B D?Y — D2 _1 D2e

- DY DY

a modell jésaganak mutatéja lesz (0 < R? < 1), a fenti ,megmagyarazott varian-

cia” értelemben, neve: t6bbszoros determinacids egyiitthaté

R2

Erdemes észrevenni, hogy

cov (Bo+ Sr1X1+ BoXo + ...+ BiXp,Y) =cov (Y —,Y) =D?*Y —cov (e,Y) =
=D%Y —cov(e,e + fo + 1 X1 + foXo + ... + B Xy) = DY — D% =
=D*(Bo + 1X1 + BaXa + ... + B Xx)

azaz a fent definialt R? nem més, mint

2 _ OV (Bo+ A1 Xy + BoXo + ... 4 Bp X, Y)
D2Y
[cov (Bo + B1 X1 + BoXa + ... + B Xy, Y]

D2Y - D2 (By + 1. X1 + faXo + ... + BpXy)

tehat Y és [y + 81 X1 + BoXo + ... + B X kozti korrelacié négyzete. Ennél azonban
tobb is igaz: bebizonyithatd, hogy az X1, Xo, ..., X valtozok bdrmely linearis kombi-
nacidja kozul sziikségképp a By + B1X1 + B2 X2 + ... + BpXi-nek lesz a legnagyobb a
korrelaciénégyzete az Y-nal. A linearis regresszié tehat ugy is megfogalmazhat6, mint

c sz

korrelaltak az eredményvéltozévall

15






2 A linearis regresszio

2.1. A linearis regresszios modell (a sokasagban)
A linearitas és jelentdsége

o Ha a héattéreloszlds normalis, akkor E (Y ] X) =60+ /i1 X1+ BoXo+ ...+ B Xk
ésigy Y = 0o+ 51 X1+ B2 Xo+ ...+ B Xy + ¢

o A tovabbiakban altaldban is ebben az Gn. linearis modellben fogunk gondolkoz-
ni, fiiggetleniil attél, hogy mit tudunk a hattéreloszlasrél, ugyanis:
1. Tobbvaltozés normalitadsnal egzaktan ez a helyzet

2. Maés esetekben csak kozelités, de cserében nagyon kellemesek a tulajdonsagai,
kiilébnGsen ami az interpretaciot illeti

3. Raadésul az is elmondhaté, hogy — a Taylor-sorfejtés logikajat kévetve — barmi
mas is a jo fuggvényforma, legalabbis lokalisan ez is j6 kozelités kell legyen

4. Végezetil pedig: majd latni fogjuk, hogy szerencsés mdédon egy sor nemline-
aris kiterjesztés is konnyen kezelhetd ugyanebben a keretben

o Azt fogjuk mondani, hogy ezt a modell feltételezziik a sokasagra (hogy aztan ezt
jol tettiik-e, azt majd kiillonb6z6 szempontokbdl persze vizsgaljuk)

A linearis regressziés modell
e A modelliink tehat:

Y =080+ X1+ pXo+ ...+ B Xk +e€

o Egyelore még semmilyen feltételt nem kotottiink ki, bar annyit mar lattunk, hogy
ha ez j6 modell, akkor E (5 | X ) = 0 igaz kell legyen (ez persze csak sziikséges
feltétel, arrél még semmit nem tudunk, hogy elégséges-e) — erre a kérdésre késébb
tériink vissza

2.2. A linearis regressziéos modell hasznalata
A modelliink hasznalata: eldrejelzés

o Teljesen kézenfekvo, csak egy dolgot kell megbeszélni: el6rejelzésnél e helyébe 0-t
irunk
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2 A linearis regresszio

o (Hiszen a feltételes varhat6 értékre 16viink)
o Azaz

Y = Bo+ X1+ BoXo+ ... + BrXa

A modellunk hasznalata: elemzés

A paraméterek értelmezésével elemezhetjiik a modelliinket; kérdéseket valaszolhatunk
meg a modellezett jelenségrol.

A modelliink hasznalata: elemzés (tengelymetszet)

e A By konstans értelmezése: ha valamennyi magyarazé valtozo nulla értéki, akkor
modelliink szerint varhatéan mekkora az eredményvaltozé

e« Ha a minden magyarazé valtozé nulla kombinacié kiviil esik az értelmes tarto-

ményon, akkor ennek lehet, hogy nincs targyi értelme (ilyenkor: egyszeriien az
illeszkedést javité paraméter)

A nemlinedris kiterjesztéseknél ezt a jelenséget mélyebben meg fogjuk érteni.

A modelliink hasznalata: elemzés (meredekség)

e A meredekségek egyszerli értelmezése: ha a vizsgalt magyardzo valtozo egy egy-
ségnyivel nagyobb lenne gy, hogy minden més valtozét rogzitett értéken tartunk
(ceteris paribus, roviden c. p.), akkor modelliink szerint varhatéan hény egységnyit
valtozna az eredményvaltozd

e Hiszen:

50+61X1+...+61(Xl+1)+...+/3ka:
:(,60+ﬁ1X1+...+51Xl+...+ﬂka)+ﬁl

e Figyelem:
— Ceteris paribus
— Mindegyik valtozét a sajat egységében mérve

— Abszolut valtozasokat kapcsol Gssze

e KésObb precizebben is értelmezziik a meredekséget
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2.3.

2.3 A regressziés modell hasznélata a kauzalitas vizsgalataban

A regresszios modell hasznalata a kauzalitas vizsgalataban

Kauzalitas és a regresszios modellek

Két dolgot mar részletesen lattunk: a kauzalitds kutatasanak problémajat, ha csak
megfigyeléses adataink vannak, és a regresszids modellek alapjait

Na de mi koze a kettének egymashoz?
Azonnal vilagossa valik, ha az elemzésnél latottakra gondolunk — ceteris paribus!

A B; egylitthato gy értendd, hogy az X; novekedésének hatésa.. ha minden mds
valtozatlan marad!

Ez épp a confounding kiszlirése, hiszen ott pont az a probléma, hogy ha X; nd,
akkor vele egytitt méas is valtozik!

Voila — megoldottuk a problémat

Visszatérve a példakra

Az oktatas 5-ja a magasabb iskolai végzettség hatdsa, mikozben minden mést (igy
a nem oktatassal Osszefiiggé munkaalkalmassagot is!) rogzitetten tartottuk — azaz
kisztrtik a confound-ol6é hatéasat...

Az elbadéslatogatds [-ja a tobb eladéaslatogatas hatdsa, mikozben minden mést
(igy a motivaciot is!) rogzitetten tartottuk — azaz kiszlirtiik a confound-olé hatéa-
sét...

és igy tovabb, és igy tovabb... (érdemes végiggondolni a tébbi példara is!)

Limitaciok

Az elébbi kijelentés persze val6jaban tdl optimista volt

A legfontosabb probléma: valéjaban nem tudunk ,minden maésra” kontrolldlni —
csak amit beleraktunk a modellbe!

De mi van, ha valamit nem tudunk jol lemérni? Még jobb: mi van, ha valamirél
esziinkbe sem jut, hogy confounder? (Ez a kisérlet hatalmas el6nye!)

Miésrészt a regresszios modelleknek vannak eléfeltevéseik (részletesen fogunk vele
foglalkozni), melyeknek teljestilnitik kell, hogy valés eredményt kapjunk

Csak a példa kedvéért: a linearis specifikacié kényelmes, de cserében kiad dolgokat
a modell valtozoira nézve
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2 A linearis regresszio

A linearis specifikacié hatasa

Eddigi definicié a meredekségre: a tobbi valtozot rogzitjiik, a vizsgalt egy egységgel
nagyobb... de: milyen szinten rogzitjiik a tobbit? milyen szintrél indulva n6 egy
egységgel a vizsgalt?

A linearitas fontos kovetkezménye, hogy mindkettd mindegy!
— Mindegy milyen szinten rogzitjiikk a tobbi valtozoét...

— Mindegy milyen szintrol indulva noveljiik eggyel a vizsgalt valtozoét...
..mindenképp ugyanannyi lesz a noévelés hatdsa az eredményvaltozéra!

Szemléletes tartalom: gondoljunk az egyenesre (illetve sikra)

Ez a megkozelités két kérdést vet fel: egyrészt, hogy vajon a valésigos jelenségek-

nek egyaltalan elfogadhaté modellje-e ez, masrészt, hogy ha valahol nem, akkor hogyan
oldhaté fel ez a megkotés. Késébb mindkét kérdést részletesen is targyaljuk az Un.
nemlinedris kiterjesztéseknél.

2.4. Az elaszticitas fogalma

A modelliink hasznalata: elemzés (rugalmassag, elaszticitas)

20

A meredekséghez hasonlé mutatét szeretnénk, de 1gy, hogy ne abszolit, hanem
relativ valtozasokat kosson Ossze

Tehat: ha a vizsgélt magyarazd valtozdé 1 %-nyival nagyobb lenne c. p., akkor
modelliink szerint varhatéan hany %-nyit valtozna az eredményvaltozo

Szamitas:

_ﬂl/Y_ﬂl'&:@ Xi

El (X) = = .
1) /X Y Bo+ 1 X1+ ...+ B Xk

Figyelem:
— Ceteris paribus
— Minden elmozdulast relative (%-osan) mérve

Ami 4j: az érték fiigg attél, hogy milyen pontban vagyunk, tehat, hogy az dsszes
magyaraz6 valtozé milyen értékii (ezt tikrozi a jelolés is); teljesen logikus médon



3 A linearis regresszios modell becslése
mintabdl, vektoros-matrixos formalizmus,

az OLS-becslo

3.1. Az OLS-elv

Elokésziiletek az OLS-becsléshez

e Nem kell hozzd semmilyen regresszio, a legk6zonségesebb kiévetkezteto statisztikai
példan is elmondhatd

o Példaul: sokasagi varhaté érték becslése normalitds esetén (legyen a széras is is-
mert)

o Ami fontos: bar egy alap kovetkeztetd statisztika kurzuson nem szoktdak mondani,
de lényegében itt is az a helyzet, hogy egy modellt feltételeziink a sokasigra

o Jelesil Y ~ N (,u, 03), amit nem mellesleg gy is irhatnank, hogy Y = u + £, ahol
e~ N (0,03)

e A masik ami fontos: a modellbdl kdvetkezik egy becsilt érték minden mintabeli
elemhez

o Jelen esetben, ha m egy feltételezett érték az ismeretlen sokasagi varhaté értékre:

~

Y =m
Az OLS-elv

e OLS-elvii becslés: az ismeretlen sokasagi paraméterre az a becsiilt érték, amely
mellett a tényleges mintabeli értékek, és az adott paraméter melletti, modellbdl
szarmazo becsiilt értékek kozti eltérések négyzetének Osszege a legkisebb:

n n

L= arg minz (yi — @)2 = arg minz (yi — m)2

mei= mei=

o (Aminek a megoldasa természetesen i = )
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3 A linearis regressziés modell becslése mintabdl, az OLS-becslé

A mintavétel a linearis regresszios feladatban

o Tételezziik fel, hogy az (Y, X1, Xo, ..., Xi) valtozéinkra vesziink egy n elemii min-
tat
o Az i-edik mintaelem: (y;, zi1, T2, - - ., Tik)

o Feltételezziik azt is, hogy a mintavétel fae (fiiggetlen, azonos eloszlasi)

A fae feltevés keresztmetszeti esetben sokszor lehet elfogadhaté kozelités (bar ott sem
mindig teljesiil, erre egy j6 példa az in. térbeli autokorrelacié — de ez tilmutat a mostani
kereteken), id6soros adatoknal azonban sohasem. Ott nagyon részletesen fogunk ezzel
foglalkozni.

Linearis regresszié becslése OLS-elven

o Hajszdlpontosan ugyanaz torténik, mint az elébb, csak a sokasigra feltételezett
modellink kicsit bonyolultabb, jelesiil:

Y=00+X1+0Xe+...+8Xr+¢

o A Dbecsiilt értékek adott by, by, ..., b, sokasidgi paraméterek mellett:

Ui = bo + bixi1 + baxio + ...+ b

A feladat tehat ugyanaz:

n
I, | .
(Bo.B1Bov Bi) = argmin 3 (i Gi)” =
bo,b1,b2,...bk ;1
n

. 2
= argmin Z [Z/i — (bo + b1z + boxio + ...+ bkxzkﬂ
bo,b1,b2;...,by i=1

Annyi bonyolédottsag van, hogy itt most t6bb paramétert kell becsiilni, de ez csak
a kivitelezést neheziti, elvileg teljesen ugyanaz a feladat

Az OLS-becslési feladat vektoros-matrixos jelolésekkel

o A jelolések egyszeriisitése érdekében fogjuk 6ssze mindent vektorokba és matrixok-
ba; egyediil a magyarazé valtozdk nem trividlisak, mert kiegészitjik 6ket egy csupa
1 oszloppal (in. design matrix):

1 211 z12 -+ Tk

1 xo1 mo9 -+ Tok
Xnx (k1) = . .

1 zp1 xp2 0 Tpk
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3.2 A linedris regresszié becslése tisztan deskriptive

o Igy ugyanis a feladat:
argmin (y — Xb)” (y — Xb)
b

e Az (y — Xb)' (y — Xb) hibanégyzetosszeget ESS-sel (error sum of squares) is
fogjuk jeldlni

Sajnos néhény irodalom az altalunk hasznalt ESS-re inkdbb az RSS-t (residual sum
of squares) roéviditést hasznélja, ami a jel6lési zavarok legszerencsétlenebb tipusa, ugyanis
az RSS-t majd kés6bb mi is fogjuk hasznélni, csak épp mésra. Eppen ezért, ha ilyenekrsl
olvasunk, mindig tisztazni kell, hogy a konyv vagy program iréi mit értenek alatta.

3.2. A linearis regresszio becslése tisztan deskriptive

Az OLS-becslési feladat megoldasa
A megoldas:

argmin (y — Xb)” (y — Xb) = argmin [yTy —2bTXTy + bTXTXb}
b b

A széls6érték-keresést oldjuk meg tobbvaltozos derivalassal (kvadratikus feliilet konvex,
a staciondrius pont egyértelmii globélis széls6értékhely):

;_L yTy — 2bTXTy + bTXTXb} -

—_— _1
— 92Xy + 2XTXb =0 = Bors = (XTX> xTy,

ha X”X nem szinguldris

Az els6 1épésnél lényegében egyszerii algebrai atalakitdasokat végziink (és a definici-
6kat hasznéljuk), hiszen a zardjeleket felbontani, miiveleteket elvégezni, métrixokkal-
vektorokkal is hasonléan kell mint valés szamokkal. (A transzponalds tagonként elvé-
gezhet, azaz (a — b)T = a” — b’.) Egyediil annyit kell észrevenni, hogy a y’ Xb egy
egyszeri valés szam, ezért megegyezik a sajat transzponéltjaval, b? XTy-nal. Ezért ir-
hattunk — (Xb)T y —y! Xb helyett egyszertien — példdul — —2b” X”'y-t. (Itt mindenhol
felhasznaltuk, hogy a transzpondlas megforditja a szorzas sorrendjét: (AB)T =ATBT)

Itt jelentkezik igazan a métrixos jelolésrendszer elénye. A y'y —2y?Xb 4+ b?XTXb
lényegében egy ,masodfoki kifejezés” tébbvaltozés értelemben (az ax? + bz + ¢ tébb-
valtozés megfeleldje), és ami igazdn szép: pont ahogy az az? 4 bx + c lederivalhaté a
valtozéja (x) szerint (eredmény 2ax + b), ugyanigy ez is lederivalhat6 a valtozéja (azaz
b) szerint... és az eredmény az egyvaltozossal teljesen analég lesz, ahogy fent is lathatd!
(Ez persze bizonyitast igényel! — lasd tobbvaltozos analizisbdl.) Bar ezzel atléptiink
egyvaltozorol tobbvaltozéra, a tobbvaltozds analizisbeli eredmények biztositanak réla,
hogy formélisan ugyantigy végezhet6 el a derivalds. (Ezt irja le roviden a ,vektor sze-
rinti derivalas” jelolése. Egy b vektor szerinti derivalt alatt azt a vektort értjiik, melyet
ugy kapunk, hogy a derivialandé kifejezést lederivaljuk b egyes b; komponensei szerint
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3 A linearis regressziés modell becslése mintabdl, az OLS-becslé

(ez ugye egyszer(i skalar szerinti derivalds, ami mar definidlt!), majd ez eredményeket
Osszefogjuk egy vektorba. Lathato tehat, hogy a vektor szerinti derivalt egy ugyanolyan
dimenzids vektor, mint ami szerint derivaltunk.) Ami igazdn erételjes ebben az ered-
ményben, az nem is egyszeriien az, hogy ,,t0bb” valtozénk van, hanem, hogy nem is kell
tudnunk, hogy mennyi — mégis, altalaban is miikodik!

Azt, hogy a megtalalt stacionaritasi pont tényleg minimumhely, gy ellendrizhetjiik,
hogy megvizsgaljuk a Hesse-matrixot a pontban. A matrixos jelolésrendszerben ennek
az eléallitasa is egyszer, még egyszer derivalni kell a fiiggvényt a valtozé(vektor) szerint:

2

P
Az ismert tétel szerint a fiiggvénynek akkor van egy pontban ténylegesen is (lokélis, de
a konvexitds miatt egyben globdlis) minimuma, ha ott a Hesse-matrix pozitiv definit.
Esetiinkben ez minden pontban teljesiil. A X”X ugyanis pozitiv szemidefinit (ez egy
skalarszorzat-matrix, mas néven Gram-matrix, amelyek mindig pozitiv szemidefinitek), a
kérdés tehat csak a hatarozott definitség. Belathatd azonban, hogy ennek feltétele, hogy
XTX ne legyen szingulris — azaz itt is ugyanahhoz a feltételhez értiink! Megjegyezziik,
hogy ez pontosan akkor valésul meg, ha az X teljes oszloprangi. (Erre a kérdésre a
modellfeltevések targyaldasakor még visszatériink.)

Végiil egy szamitastechnikai megjegyzés: az egyiitthatok szamitasdnal a fenti formu-
la direkt kovetése altaldban nem a legjobb 1ut, kiilondsen ha sok megfigyelési egység
és/vagy véaltoz6 van. Ekkor nagyméretli matrixot kéne invertalni, amit numerikus okok-
bél (kerekitési hibdk, numerikus instabilitds stb.) altaldban nem szeretiink. Ehelyett, a
kiillénféle programok igyekeznek a direkt matrixinverziot elkeriilni, tipikusan az X vala-

e sz

[yTy — "Xy + bTXTXb] — gb [—QXTy + 2XTXb] — oxTX.

Extrém esetekben még az is elképzelhetd, hogy az egzakt, zart alaki megoldas eléalli-
tasa helyett valamilyen iterativ optimalizaldsi algoritmus (gradiens médszer, Newton—
Raphson-médszer) alkalmazasa a gyakorlatban jarhaté 1t, annak ellenére is, hogy elvileg
van zart alakban megoldésa.

A kapott eredmény nem mas, mintha X Moore-Penrose pszeudoinverzével szoroznank

y-t.

Par tovabbi gondolat

e Az Un. reziduumok:

o)
Il
<
|
<)

e Az elOrejelzések a mintankra:
~ -1
§:Xﬁ:X(XTX) xTy

e Ez alapjan vezessiik be a
-1
P-X(X"X) X7

matrixot, ezzel y = Py
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3.3 Modellmindésités tisztan deskriptive
e Emiatt szoktak ,hat” matrixnak is nevezni

Az OLS geometriai interpretacidja

P projektormatrix lesz (P? = P, azaz idempotens) — 1t az OLS geometriai interpre-
tacidjahoz

Mindenekel6tt emlékeztetiink ra, hogy az z1, zo, . . . , 2, vektorok altal kifeszitett alteret
azok a pontok alkotjék, melyek el6dllnak e vektorok linedris kombinaciéjaként. (E pon-
tok mindig az eredeti vektortér — ami felett a vektorokat értelmeztiik — alterét alkotjak,
ezért jogos az elnevezés.) Ha most vektortérnek az R"-et tekintjiik, vektoroknak pedig
az 1,x1,...,X; magyardzovaltozokat (és a konstanst), azaz X oszlopvektorait, akkor
az ezek altal kifeszitett altér — ezt szokds egyébként az X maétrix oszlopterének nevez-
ni — épp azon pontokbdl all, melyek el6allhatnak becsiilt eredményvaltozd(vektor)ként
valamilyen regressziés koefficiensekkel! (Hiszen a becsiilt eredményvaltozét is e vekto-
rok linedris kombinaci6jaként allitjuk eld.) Altaldnossdgban persze nem varhaté, hogy
a tényleges eredményvaltoz6(vektor) benne legyen ebben az altérben (azaz egzaktan —
értsd: minden egyes megfigyelési egységre megvaldsuldan — el6 lehessen allitani linearis
kombinécidként), ezt fejezi ki a reziduum. Mint a tényleges és a becsiilt eredményvalto-
z6(vektor) kiilonbségvektora, a reziduum hossza megmutatja, hogy mennyire messze van
a becsiilt és a tényleges eredményvaltozé egyméstol (az R™-ben). Mi azt szeretnénk, ha
ez minimdlis lenne. Valasztva a szokasos euklideszi metrikat, visszakapjuk a legkisebb
négyzetes értelmezést. A kérdés mér csak az, hogy adott ponthoz (tényleges eredmény-
valtozd) hogyan hatdrozhaté meg az altér (azaz: amit linedris regresszidval elé tudunk
allitani) legkozelebbi pontja... de hat ez épp a geometriai vetités miivelete! A megoldas te-
héat az, hogy a tényleges eredményvaltozot merélegesen réavetitjiik (ortogondlis projekcid)
a magyarazovaltozok (és a konstans) altal kifeszitett altérre! A vetités eredményeként
kapott pont lesz a ténylegeshez legktzelebbi eldallithaté becsiilt eredményviltozé, az
eloallitasaban szerepl6 egyiitthatok pedig az optimalis becsiilt regresszids koefficiensek.
Igy aztén azt is megéllapithatjuk, hogy a fenti P matrix nem més, mint ami a tényleges
eredményvaltozot levetiti a magyarazévaltozok (és a konstans) dltal kifeszitett altérre.

3.3. Modellminésités tisztan deskriptive
Modell jésaganak viszonyitasi pontjai

e A modell mindsitése az ESS alapjan? — kézenfekvd, de nem énmagaban: viszo-
nyitani kell! Két kézenfekvo alap:

— Tokéletes (v. szaturalt, perfekt modell): minden mintaelemre a pontos értéket
becstli — &, =0= ESS =0

— Nullmodell: semmilyen kiilsé (magyarazd)informaciét nem hasznal fel — min-
den mintaelemet az atlaggal becsiil

o Egy adott regressziés modell teljes négyzetosszegének nevezziik, és T'S.S-sel jelol-
jik a hozza tartozé (tehdt ugyanazon eredményvaltozéra vonatkozd) nullmodell
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3 A linearis regressziés modell becslése mintabdl, az OLS-becslé

hibanégyzetosszegét:

n

TSS = ESSun =Y (yi —7)°.

i=1
Hogyan jellemezziik modelliink jésagat?

e A mindsitést képezziik a ,hol jarunk az aton?” elven: a tokéletesen rossz modelltél
a tokéletesen j6 modellig vezeté it mekkora részét tettitk meg

o Az 1t yhossza” T'SS (=TSS — 0), amennyit ,megtettiink”: T'SS — ESS

o Egy adott regressziés modell regresszids négyzetosszegének nevezziik, és RSS-sel
jeloljiik a teljes négyzetosszegének és a hibanégyzetosszegének kiilonbségét:

RSS =TSS — ESS.

Ahogy mar emlitettiik is, sajnos néhany kényv az RSS-t mas néven, hogy még rosszabb
legyen a helyzet, néha ESS-ként, emlegeti. (Az itteni ESS pedig épp RSS az ottani
terminolégidban...)

Az Gj mutat6 bevezetése

Ezzel az alkalmas modelljellemzé mutaté: a tobbszoros determinéciés egyiitthaté (jele
R?):
_TSS—FESS RSS

2
i TSS TSS

Az R2-r6l bévebben

e Ha van konstans a modellben, akkor nyilvin ESS < T'SS, igy minden regresszios
modellre, amiben van konstans: 0 < R? < 1.

e Az R? egy modell josiganak legszéleskoriibben hasznalt mutatéja

o Ertelmezhetd %-ként: a magyarszé valtozok ismerete mennyiben csokkentette az
eredményvaltozo tippelésekor a bizonytalansdgunkat (ahhoz képest, mintha nem
ismertiink volna egyetlen magyarazé valtozét sem)

e De vigyazat: nagysidgdnak megitélése, valtozok szama stb.
e A beléle vont négyzetgyokot tobbszoros korrelacios egylitthaténak szokas nevezni

« Mondani sem kell, ez az R? a korabban bevezetett (sokasagi) B2 mintabeli analégja
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3.3 Modellmindésités tisztan deskriptive

Az R2-r6l bévebben

e Ha van konstans a modellben, akkor érvényes a kévetkez6 felbontas:

n

-0 =Y Wwi—5)°+> @ -7’

i=1 i=1 i=1

(Négyzetek nélkiil nyilvanval6, de négyzetekkel is!)

e Roviden tehat:
TSS =ESS+ RSS

o Osszevetve az el6zé definiciéval, kapjuk, hogy
n
~ 2
RSS =Y (5i—7)
i=1

Egy megjegyzés a konstans szerepérol

o Az el6z6ek is motivaljak, hogy megallapitsuk: konstanst mindenképp szerepelte-
tliink a regressziéban, ha inszignifikdns, ha nem latszik kiilondsebb értelme stb.
akkor is! — csak és kizardlag akkor hagyhatjuk el, ha az a modell tartalmabol
adédoéan elméleti kovetelmény (erre latni fogunk nemsokara egy példat is, a stan-
dardizalt regressziot)

o Ellenkez6 esetben (in. konstans nélkiili regresszié), a fenti felbontds nem teljesiil,
igy a ,hol jarunk az titon” elven konstrualt R? akir negativ is lehet!

Néhany kényv, az R? alternativ definidldsa révén, a negativ esetet kizarja.

27






4 Az OLS becslo modellfeltevései és az
OLS szolgaltatta becslések statisztikai
tulajdonsagai

4.1. Mintavételi helyzet
Deskriptiv és kovetkezteto statisztika

e Az el6bbi targyalds pusztan deskriptiv volt: egy darab mintat tekintett, amire
meghatarozott egy darab regresszids fiiggvényt és kész

e Mintha a feladat csak annyi lenne, hogy pontokra htuzzunk egy rdajuk jol illeszkedd
gbrbét

e Ez a ,gorbeillesztési” szemlélet elsé ranézésre konnyen megértheto, és latszolag
egyszerisiti a helyzetet, valéjaban azonban rendkiviil hatraltaté a valédi megér-
tésre nézve

e Nem teszi lehetévé ugyanis annak megértését, hogy a hattérben van egy sokasag,
és a gorbe nem univerzdlisan jellemzi azt, hanem csak az adott, konkrét mintara
illeszkedik legjobban, és mdsik mintdbol mdsik gorbét kaptunk volna

o Azaz: figyelmen kiviil hagyja a mintavételi helyzetet

A mintavételi helyzet hatasai

o Van egy elméleti regresszié a sokasagban (3)
e Az adatbézisunk alapjan megkaptuk a regresszids egyenest (B)

o Az adatbézis azonban csak egy minta a sokasagabdl, igy a B\Z paraméterek annak
hatésat is tiikrozik, hogy konkrétan milyen mintat valasztottunk

o Mintavételi ingadozds 1ép fel (még akkor is, ha tokéletesen véletlen a mintavétel,
ennek tehat semmi koze pl. a reprezentativitdshoz)

o Tehat: az egyes BAz paraméterek ,mintarél-mintara ingadoznak”: minden mintabol
mas paramétereket kapnank

o (Természetesen reméljiik, hogy az ingadozas ,kellemes” tulajdonsagokkal bir, pél-
daul a val6s érték koriil torténik, szorosan koriildtte stb., errdl késébb)
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4 Az OLS becslé modellfeltevései és a becslések statisztikai tulajdonsagai

o FEz tehat egy becslési feladat; az OLS-nek, mint becslofiiggvénynek vizsgalhatdak
a tulajdonsagai

Végeredményben a mintabdl szamolt jellemzokben nem csak az fog titkr6zodni, amit
szeretnék vizsgalni (azaz a tényleges — értsd: elméleti, sokasagi — regresszi6), hanem az
is, hogy a sokasdgbdl konkrétan hogyan vettiik a mintat (azaz megjelenik a mintavételi
ingadozas hatésa is).

Még egy fontos megjegyzés

e Nem elég annyit mondani, hogy ,,j6, hat akkor a hattérben van egy sokasdg is”,
mintha ezzel el lenne intézve ez a kérdés

o Azt is vildgosan latni kell, hogy az egész targyalas kiinduldpontja, hogy erre felté-
teleziink egy modellt (pl. azt, hogy Y = 8o+ 51 X1 + ... + Bk Xk + )

o Ez egy feltételezés, mivel a sokasdgot nem ismerjik, igy biztosan nem tudhatjuk,
hogy igaz-e (csak kovetkeztethetiink ra)

e De minden tovabbi levezetés mogott ott lesz, hogy mi mit gondoltunk, hogyan
viselkedik a sokasag, mi a sokasdgi modell

Eldkésziilet a mintavétel vizsgalatahoz

e Ahhoz, hogy a mintavétel hatasat matematikailag tudjuk vizsgéalni, az OLS-becsl6t

—_— _1
val. valtozokra kell réereszteni (szemben az eddigi képlettel — Bors = (XTX> XTy

— ahol konkrét szamokra futtattuk)

e Pontosan ugyantgy, ahogy az % o, -t sem tudjuk kovetkeztetd statisztikailag
vizsgalni (az egy szdm), hanem az %Z?:l X;-t nézzik

—_— _1
+ Minket tehdt Bors = (X7X) XY fog érdekelni!

7

o Ahogy az elébbi dtlagos példéban, gy itt is igaz lesz, hogy ekkor a Q/O\LS mar
nem egy konkrét érték (vektor), hanem egy — vektor értékdi — val. valtozd, tehat
eloszlasa van!

e Ez a mintavételi eloszlas, mi erre, ennek tulajdonsigaira, a jo tulajdonsagok felté-
teleire stb. lesziink kivancsiak

o El6bb szimulacidval nyeriink képet, aztan matematikailag is levezetjik
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4.2 A mintavétel tulajdonsagok szemléltetése szimulacioval

4.2. A mintavétel tulajdonsagok szemléltetése szimulaciéval

Monte Carlo szimulacié hasznalata

o Szamos konkrét véletlen mintét vesziink egy elére specifikélt populdciébdl (véletlenszam-
generatort hasznalunk)

e Lényegében: empirikusan vizsgalunk egy elméleti kérdést

o Valszamos embert jatszunk: ugye azt mondtuk, hogy a valszdmosok tigy dolgoznak
mintha valahonnan ismernék a sokasdgi eloszldst — hat most tényleg ismerjik!

o Példanak okaért, legyen a valdédi sokasagi eloszlas
7 422 0,6 - 20 - 42
(X, ¥)~ N <26> ’ (0,6 .20 - 42 202 )
o Ezért a valddi regresszios egyenes, a mar latottak szerint:
12
E(Y|X) =4+ S X ~4402857X
e Szimulaciés paraméterek: n = 100 elemil minta a fenti sokasagbdl, 1000 ismétlés

A szimulacié eredményei: 1. futtatas

col2 versus coll (with least squares fit)

T T
Y = 0,444 + 0,345X —— ,

col2

A szimulacié eredményei: 2. futtatas
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4 Az OLS becslé modellfeltevései és a becslések statisztikai tulajdonsagai

col2 versus coll (with least squares fit)
80

T
Y =1,75+0,309X ——

col2

30 L L L L
0 50 100 150

coll

A szimulacié eredményei: 3. futtatas

col2 versus coll (with least squares fit)

100 T T

T
Y=133+0303X ——

col2

40 I I I I I
0 50 100 150 200

colt

A szimulacié eredményei: 4. futtatas

col2 versus coll (with least squares fit)
70

T T T T T
Y = 5,55 + 0,261X —— +

col2

30 1 1 1 1 1
0 50 100 150 200

coll

A szimulacié eredményei: 5. futtatas
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col2

Density

Density

4.2 A mintavétel tulajdonsagok szemléltetése szimulacioval

col2 versus coll (with least squares fit)

80

T
Y = 5,15+ 0,284X ——

T
Test statistic for normality:
Chi-square(2) = 1,005 [0,6049]

T T
beta_1 ===

N(3,996 3,3149) ——

T
Test statistic for normality:
Chi-square(2) = 0,330 [0,8479]

T T
beta_2 ==

N(0,28569 0,038682) ——
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4 Az OLS becslé modellfeltevései és a becslések statisztikai tulajdonsagai

A szimulacié eredményei: mindkét paraméter egyiitt

0,45

04 r

03[

beta_2

0,25 -

02

4.3. A mintavétel tulajdonsagok matematikai levezetése

Az OLS-becsl6 mintavételi eloszlasa
 Tudjuk, hogy BoLs = <§ é) XY

¢ Valamint elfogadtuk feltételezésként, hogy a sokasagi modell Y = Go+ 51 X1+...+
BrXk+e=X"B+e¢

— Es ez van mindegyik megfigyelési egység mogott is, tehat a mintavétel elem-
zéséhez ezt is irhatjuk:

Y = Bo+ 1 Xin + BoXio+ ...+ B Xk + &

— Roviden, értelemszerti vektorokba/matrixokba fogassal: Y; = X7 3 + ¢ avagy
az egész adatbézisra: ¥ = X3 +¢

e Na de rakjuk csak Gssze a kettot:

Bors = (X7x) " xTy = (x7x) " X7 (x8+2) -

—1 -1 -1
= (X"X) X"xp+(X"X) X'e-pB+(X"X) X

4.4. Az OLS modellfeltevései

Az OLS standard modellfeltevési
Ahhoz, hogy az OLS-nek fennélljanak bizonyos elényos tulajdonségai, meghatérozott
feltevéseknek teljesiilniiik kell. Az an. standard linearis modell feltevései:
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4.4 Az OLS modellfeltevései

1. Linearités

2. Nincs egzakt multikollinearités
3. Erds (vagy szigort) exogenitas
4. Homoszkedaszticitas

5. Autokorreldlatlansag

Linearitas
A sokasagot valdjdban leiré modell tényleg a feltételezett, azaz fenndll, hogy

Y =00+X1+0Xo+...+ B Xy +e¢
és ez igaz mindegyik megfigyelési egységre, és igy az egész mintara is:

Y=XB+¢
Nincs egzakt multikollinearitas

o Egzakt multikollinearitasnak nevezziik, ha az adatmétrix nem teljes oszloprangu
e Tehat: az oszlopok kozott linedris kapcsolat van
o Azaz valamelyik valtozé elééllithaté a tobbi linedaris kombinéciéjaként

o Erezhets, hogy nem tul szerencsés: minek hasznéljuk egyaltalan azt a valtozoét...?
(Ugyis linedris kombindciét képeziink a tobbibél is!) — a hatdsok nem lesznek
szétvalaszthatoak

e S6t: az OLS becsléfiiggvényébdl az is latszik, hogy ilyenkor teljesen elakadunk:
XTX szinguldris (X Té 1 valészintiséggel szinguléris)

 Ennek feltétele: X (X) nem teljes oszloprangi

Nincs egzakt multikollinearitas

o A feltétel tehat: az adatmétrix 1 valdszinliséggel legyen teljes oszloprangt:

P(rankéquLl) =1

o Ez implikélja, hogy n > k+1 (kevesebb mint k4 1-dimenzids vektorbdl nincs k+ 1
fiiggetlen)
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4 Az OLS becslé modellfeltevései és a becslések statisztikai tulajdonsagai

Erdemes megfigyelni, hogy a multikollinearitds egy mintéban is elképzelhetd jelenség
(ezért is hivatkozhattunk ra gy, hogy X nem teljes oszloprangi), de mi a tulajdonsagot
a sokasagban akarjuk kikotni, ezért az allitds az X-re kell vonatkozzon. Itt viszont csak
annak van értelme, hogy ,,majdnem biztosan” (azaz 1 valésziniiséggel) koveteljilk meg.

A mésik alapvetd szemléletes példa a multikollinearitdsra az, ha van konstans a modell-
ben és valamelyik magyarazo valtozonak nincs szérdsa (az Osszes megfigyelés ugyanaz
rd). Konnyl elképzelni (pl. két dimenzidban), hogy nem lehet semmilyen regresszids
egyenest hiizni akkor, ha minden pontunk egymas f6l6tt van.

Végezetiill megjegyezziik, hogy gyakorlati jelentGsége annak is lesz, ha ugyan nincs
egzakt multikollinearitas, de van valtozé ami ,elég jol” el6allithatd a tobbi linearis kom-
binaciéjaként. Ezzel a kérdéskorrel fontossaga miatt kiilon fogunk foglalkozni.

Eros exogenitas

e Mindeni=1,2,...,n-re
E(e|X;) =0

e Tartalma: a hibdk — az tin. varhato érték fiiggetlenség értelemben — fliggetlenek a
magyarazé valtozoktol

Ha nem fae lenne a mintavétel, akkor azt kellene kikoétni, hogy E (g | X ) = 0. Ha

azonban a mintavétel fae, akkor az automatikusan teljestil, hogy €; minden X ;-t6l fiig-
getlen — és igy varhaté érték fiiggetlen is — ha j # 4.

Igazabdl elég azt kikotni, hogy E (ei | X l) = konst, belathato, hogy ha van konstans
a modellben, akkor ez egyenértékii a fentivel.

Az er6s exogenitas kovetkezményei
o Toronyszabdly miatt a feltétel nélkili varhato érték is nulla:
EE (| X,)| =B =E(0) =0
o A varhaté érték fliggetlenség implikdlja a korreldlatlansagot: cov (Xik,sj) =0
avagy — ezzel egyenértékiien, hiszen Ee; =0 - E (Xikaj) =0

o Szokas a korreldlatlansag helyett azt is mondani, hogy a hibdk ortogonalisak a
magyarazovaltozdkra

Az E (z-:i | X z) = 0 szigordan erdsebb kovetelmény mint a korrelalatlansag. Ezt a fogal-
mat szokds varhaté érték fliggetlenségnek (mean independence) nevezni. Lassuk is ezt
be, a jelolés megkonnyitése végett hivjuk egyszeriien e-nak és X-nek a két valtozdnkat.
Emlékeztet6iil cov (e, X) = E (eX) — EcEX. Egyik oldalrél

E(sX):E[E(gX\X)] :E[XE(5|X)} —E[X 0] =E0 =0,
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4.4 Az OLS modellfeltevései

igy € és X korreldlatlanok (hiszen Ee = 0); ezzel bebizonyitottuk, hogy a varhat6 érték
fliggetlenség implikalja a korrelalatlansagot. Masik oldalrél, tekintsiik példaként az X ~
N (0,1) valtozot és egy olyan e véltozdt melyre E (5]X) = X2, Ekkor EX = 0, Ee =
E[E(e| X)| =E(X?) =D°X = 1 & E(sX) = E [E(eX | X)| =E [XE (= | X)| =
E (X 3) = 0, igy mutattunk egy példat, amikor a valtozdk korreldlatlanok, de mégsem
varhaté érték fliggetlenek.

A véarhaté érték fiiggetlenség tehat szigorian erdsebb fogalom, mint a korreldlatlansag.
Erdemes azt is megjegyezni, hogy viszont szigoridan gyengébb mint az igazi fiiggetlen-
ség! (Ez konnyen belathaté. Fiiggetlenség esetén minden feltételes eloszlas ugyanaz,
marpedig ekkor nyilvan a varhaté értékiik is ugyanaz. Maésik oldalrél tekintsiink egy
origd koriili 0 < r < R korgytirlire koncentralt egyenletes eloszlast. Ez nyilvin varhato
érték fliggetlen — a feltételes varhaté érték konstans nulla —, viszont természetesen nem
fiiggetlen.) Lényegében arrdl van sz, hogy a fiiggetlenség a feltételes eloszlasok teljes
egyezbségét koveteli meg, mig a varhato érték fliggetlenség csak annyit, hogy a feltételes
eloszlasok varhato értéke legyen egyez6. (A feltételes szérds mar kapasbodl lehet eltéré.)

A mésik fontos megjegyzés itt, hogy az OLS-nek megvan az a tulajdonsaga, hogy a re-
ziduumok mindig korreldlatlanok a magyarazé valtozokkal. Valaki megkérdezheti, hogy
akkor minek ezt kiilon is kikotni? Vigyazat! A reziduumok (amik a mintdban vannak)
tényleg mindig korreldlatlanok, csakhogy itt a hibdkroél beszéliink, amik a sokasagban
vannak! A feltétel a sokasdgrél mond valamit (amit mi nem ismerhetiink soha biztosan
— épp ettdl feltétel!), nem a mintdrél. A mintdban a reziduumok természetesen mindig
korrelalatlanra lesznek &llitva, de ezzel nem sokra megyiink, ha a sokasagban nem tel-
jesiil ez a feltétel, hiszen ez esetben a reziduumoknak nem sok koziik lesz a hibakhoz,
pont ez a probléma...

Az erbs exogenitas sériilésének tipikus esetei

o Van olyan véltoz6, ami lényeges magyarazo valtozé lenne (tehdt valédi — sokasagi
— [-ja nem nulla), de mégsem szerepel a modellben, mikézben legalabb egy ma-
gyardzo6 valtozoval korreldl (kihagyott valtozé esete, ,omitted variable bias”) — ez
épp a confounding!

o Mérési hiba magyardz6 valtozéndl (tehdt a mérési valtozok valédi értékét nem,
csak valamilyen zajjal terhelve tudjuk mérni)

o Szimultaneitds (tobbegyenletes modelleknél)

Az elsO eset szolgaltatja a taldn legjellemzObb példakat a ’korrelacié nem implikél
kauzalitdst’ statisztikai alapelvére: ez a confounding, amit mér részletesen targyaltunk.
Szemléltessiik ezt egy kordbban mér emlitett példan: emberek fizetését regresszaljuk
ki az oktatasban toltott éveik szamaval (tehat az el6bbi az eredmény-, az utébbi az —
egyetlen — magyarazo6 valtozd). Ekkor a hibaba vélhet6en olyan tényez6k fognak belesza-
mitani, mint a nem-oktatassal 6sszefliggé munkaalkalmassag, a munkamoral, a szakmai
tapasztalat stb. Az egyszeriiség kedvéért mondjuk, hogy csak a legels6 adja a hibat. Ek-
kor a szigoru exogenitas feltétele, a varhatd érték figgetlenség azt fogalmazza meg, hogy
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a munkaalkalmassiag feltételes varhat6 értéke minden képzettség, mint feltétel mellett
legyen ugyanakkora, tehét, hogy ne fliggjon a képzettségtol. (Amint mondtuk, kons-
tans jelenléte esetén ez mellesleg azt jelenti, hogy nulla is legyen ez az allando feltételes
varhaté érték.) Baj akkor van, ha a képzettség kiillonboz6 szintjei mellett a varhatd
munkaalkalmassag nem allandé — tehat példaul a magasabb képzettségiieknek a munka-
alkalmassaguk is nagyobb, azaz a nagyobb képzettséggel egyuttal a munkaalkalmassag
is emelkedik. Ekkor megsériil a szigort exogenitési feltétel. Epp innen kapta a feltétel
a nevét: olyasmit fejez ki, hogy a magyarazo valtozékhoz képest exogén informacié az,
ami a hibdkban 6ssze van fogva. (Ez nyilvan nem teljesiil a fenti esetben.)

A masodik és harmadik kérdéskor boncolgatdsa meghaladja jelen kurzus kereteit.

Végiil megjegyezziik, hogy idésoros esetben ez nagyon erés feltétel (hiszen példdul
azt jelenti, hogy a magyardzé valtozoknak a multbeli, a jelenbeli és a jovobeli hibakra
is ortogondlisnak kell lennitik!), ami sokszor nem teljesiil. (Példaként gondoljunk egy
egyszeril késleltetett eredményvaltozés modellre.)

Az er6s exogenitas sériilésének kezelése

o A problémat orvosolhatjuk a megfelel6(bb) modellspecifikacioval, fiiggéen attol,
hogy pontosan mi a baj oka...

o ..illetve bizonyos statisztikai eszkozok is a rendelkezéstinkre allnak, ilyen az inst-
rumentalis valtozos (IV) becslés, a kétfazisu legkisebb négyzetek modszere (TSLS)
sth.

E kérdések meghaladjak jelen kurzus kereteit.

Homoszkedaszticitas

o A feltétel azt koti ki, hogy o7 := D? (z-:z- | X ) = 02 i-tdl fiiggetleniil minden i =
1,2,...,nre

o Tartalma: a hibak kiilonboz6 megfigyelésekhez tartozé szordsa dllandé (nem fiigg
attol, hogy melyik megfigyelésrol van szd) avagy — masként megfogalmazva ugyanez
— a becsult értékek szérddasa a tényleges korul allando

o JellemzGen keresztmetszeti adatoknal felmeriil6 kérdés (hamarosan foglalkozunk is
vele bévebben)

Nem fae mintavételezésnél azt kellene frnunk, hogy D? <€i | X ) = 02 i-t8] fiiggetleniil
minden i = 1,2, ..., n-re.

A feltétellel egyenértékil, hogy E (e7 | X;) = o2 (hiszen E (g; | X;) = 0, gy a szérds-
négyzet a négyzet varhato értéke, azaz a masodik momentum).

Megjegyzendd, hogy fae mintavételezésnél az mindenképp teljesiil, hogy D?e; konstans,
de ez kevés: nekiink a feltételes szoras allandésaga is kell a standard modellfeltevések
kozott.
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4.4 Az OLS modellfeltevései

Autokorrelalatlansag

e Tartalma: a kiilonbo6z6 megfigyelésekhez tartozo hibak korrelalatlanok egymaéssal

e Fae mintavételezésnél ez tehat automatikusan teljesil!

e Nem fae esetben a feltétel azt koti ki, hogy cov <5i,5j ]é) = 0 minden i,j =
1,2,...,n, i+ j-re

o FEzzel egyenértékii E (52-5]- | X ) = 0 (hiszen Ee; = 0, igy a kovariancia a két valtozd

szorzatdnak varhato értéke)

e Els6sorban idosoros adatok kérdéskore, most nem is foglalkozunk vele bévebben

A homoszkedaszticitas és az autokorrelalatlansag egyiitt

o Mindketts felfoghaté gy, mint az €; hibak (feltételes) kovarianciamétrixara vo-
natkozé megkotés

— Homoszkedaszticitas: a kovarianciamatrix féatléjaban ugyanazok az elemek
(02) vannak (ugye itt vannak a szérasnégyzetek)

— Autokorreldlatlansdg: a kovarianciamatrix f6atléjan kiviili elemek nulldk (a

métrix diagonalis)

o A kettd egyiitt: a kovarianciamétrix oI alaku (szokas az ilyet skaldrmatrixnak is
nevezni)

Fae esetben D%c = E (QT> = ¢%I, nem fae esetben ki kell irni, hogy D? <§ | é) =

E <gT | X ) = 021. (Az els6 egyenléségek azért allnak fenn, mert Ee = 0).

Szokés tgy is fogalmazni, hogy a hibavariancidk szferikélisak.

o2 becslése
Nem részletezziik, de belathaté, hogy ez esetben a o2-re adhaté OLS-becslés:

=) ESS ele
o

n—(k+1) n—(k+1)

Mintavételileg rogzitett magyarazé valtozék

o Egyszerlibb targyaldsok azt feltételezik, hogy a magyarazé valtozok mintavételileg
rogzitettek (mintha determinisztikusan megszabhatnank az értékiiket: X; igazabdl

Xi)
e Ennek sok baja van:

1. Nem annyira szép és elegéns (nyilvan ez specidlis esete a mi targyaldsunknak!)
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4 Az OLS becslé modellfeltevései és a becslések statisztikai tulajdonsagai

2. Nem teszi lehetové egy sor kérdés mélyebb targyalasat

3. Alapjaban megkérddjelezheté az alkalmazésa nem-experimentalis tudomé-
nyokban (mint a kozgazdasdgtan...)

e Az elénye, hogy egyszeriisit: ekkor a hiba feltételes és feltétel nélkiili eloszldsa
ugyanaz lesz, a ’| X, jellegii feltételek elhagyhatodak...

e ..emiatt a modellfeltevések a kovetkezdkre egyszertisodnek:

— Er6s exogenitas: Ee; = 0 minden i = 1,2,...,n-re

2

— Homoszkedaszticitas: D?c; = 02 minden i = 1,2, ..., n-re

— Autokorrelalatlansag: E (Eﬁj) =0mindeni#j=1,2,...,n
A mintavételi tulajdonsagok

o Ezek lesznek a standard modellfeltevések...

o ..most nekidllunk megvizsgélni, hogy a teljesiilésiik esetén milyen tulajdonsagokkal
bir az OLS-becslo

Varhato érték
e Tudjuk, hogy
BoLs = B + (é é) X'e

o Ez alapjan mi B/O\Ls varhaté értéke (varhaté érték-vektora)?

EBors = B+ E [(XTX)_lXTg} _

~1
:B+E{E [(XTX) XTeIX] } _
-1
=5+E{<XTX> X"E [a\X]} =B
o Az erés exogenitas fenndllasa esetén tehat az OLS szolgaltatta becslések torzitat-

lanok

e Nem bizonyitjuk, de az is igaz, hogy konzisztensek

Az els6 1épésnél kihaszndltuk, hogy a varhat6 érték linedris (6sszeg varhatd értéke
a tagok varhaté értékeinek az Osszege) és hogy konstans varhat6 értéke sajat maga (ne
feledjiik, hogy B egy konstans! — nem tudjuk ugyan, hogy mennyi az értéke, de ett6l még

egy konstans). A mésodik 1épésnél a toronyszabélyt hasznaltuk: EX = E [IE (X | Y)}
A harmadik 1épésnél pedig az erés exogenitast hasznaltuk ki.
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4.4 Az OLS modellfeltevései

Kovarianciamatrix
Az elébbi ismeretében:

D*fors = & | (Bos ~ Bffors) - (Bors ~ BBois) | =

A Gauss—Markov tétel

o Ha mindegyik feltevés teljesiil, akkor linearis torzitatlan becslék kérében az OLS-
becslé minimélis variancidji (azaz hatésos)

e Tehat: D? (ﬁ/o?s) < D? (@) barmely mas B\’ linearis becslére, amire E (@) =0

(azaz torzitatlan)

Emlékeztetoiil, ha A és B négyzetes matrixok, akkor abban az esetben mondjuk, hogy
A > B ha A — B pozitiv szemidefinit.

Osszefoglalva

e Amennyiben a standard modellfeltevések koziil teljesiil a:
— Linearitéas
— Nincs egzakt multikollinearitas
— Eré6s exogenités

akkor az OLS szolgaltatatta becslések torzitatlanok és konzisztensek

e Ha ezen feliil teljestl a:
— Homoszkedaszticitas
— Autokorrelalatlansag

akkor az OLS szolgaltatta becslések hatdsosak (minimalis variancidjuk) is
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4 Az OLS becslé modellfeltevései és a becslések statisztikai tulajdonsagai

BLUE-tulajdonsag
Ezt roviden tugy szoktak megfogalmazni, hogy ha valamennyi standard modellfeltétel
teljesiil, akkor az OLS szolgaltatta becslések BLUE-k:

A o2

Best (minimdlis variancidji)
Linear (linearis a mintaelemekben)

Unbiased (torzitatlan)

és a koefficiensek kovarianciamatrixanak becsloi

A o2nek a o2 = #ﬁfl) becsl6je torzitatlan, ha mindegyik feltétel fennéll

— -1
A B; koefficiensek kovarianciamétrixanak o2 (K 'x ) becsl6je szintén

Tehat vigyazat: itt mdr a torzitatlansighoz is kell mindegyik feltétel (a homosz-
kedaszticitds és az autokorreldlatlansag is)!

koefficiensek eloszlasa

Az eddigi eredmények ugyan nagyon biztatéak, de még mindig nem mondanak
semmit arrél, hogy konkrétan mi a becsiilt koefficiensek (mintavételi) eloszlasa

— ~1
A Bors =08+ (£T§> éTg nem sok jot sejtet: ebbdl gy tiinik, hogy ez X-t6l
és e-tdl is fugg, raadasul egy elég komplexnek kinézé mddon...

Szerencsére nem ennyire rossz a helyzet!

Van egy nevezetes specialis eset, amikor a becsiilt koefficiensek eloszlasa egyszerii
alakt, és nem is fiigg X eloszlasatol, ez pedig az, ha a hibak feltételes eloszlasa
normalis

Vigyazat: a hibdk normalitdsa nem része a standard modellfeltevéseknek, azaz a
BLUE-ség akkor is megval6sul, ha a hibak eloszldsa nem normélis!

Réadasul, még ha nem is tudjuk, hogy a normalitds teljesil, de nagy a minténk,
akkor a centralis hatareloszlas-tétel miatt aszimptotikus kozelitésként akkor is hasz-
nalhatjuk az igy nyert eredményeket

Hibak normalitasa
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¢ feltételes eloszlasa feltéve X-et tobbvaltozos normédlis

A standard modellfeltevéseket is felhasznalva ez azt jelenti, hogy

§|£NN(O,021>

Ez lathat6éan nem fiigg X-t6l, igy persze a hibdk feltétel nélkiili eloszldsa is N (0, 021)



4.4 Az OLS modellfeltevései

Hibanormalitas és a becsiilt koefficiensek eloszlasa
. T -1 T .
e Ha ¢ eloszlasa normalis, akkor (K X ) X' e-éis az

o Ez azért nagyon jo hir, mert a normalis eloszlashoz csak két dolgot kell tudnunk:
varhaté érték-vektort és kovarianciaméatrixot!

Az viszont kénnyen meghatarozhaté (az egyszertiség kedvéért a | X feltételt nem
irjuk ki a kovetkezékben)

-1 -1 -1
e Varhat6 érték: E [(XTX> XTs} = (X7X) X"Re=(X"X) XxT0=0
-1 -1 -1
« Kovarianciamétrix: D? [(XTX> X7 e] — (x7x) X7 %X (x7X) -
-1 -1 -1
(éTé) éT'OEI'X(XTX) 202<XTX)
N — —1
o Osszefoglalva: Bors ~ N (,8, o2 (éTé) )
Emlékezziink 14, hogy E(AX) = A -EX és D? (AX) = A-D?X - AT,
A fenti levezetésekben az X-ket tartalmazé kifejezések azért viselkednek gy, mint a

konstans métrixok, mert ré feltételeztiink! Csak a rovidség kedvéért nem frtuk ki.

Konfidenciaintervallum a paraméterekre
Hibanormalitas esetén, vagy aszimptotikusan kénnyen szerkeszthetd konfidenciainter-
vallum is, 1 — o megbizhatosagi szinten:

B0 e (B)
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5 Hipotézisvizsgalat és intervallumbecslés
linearis modellben

5.1. Alkalmazasi feltételek
Emlékeztetoiil

o A most kovetkezd eredmények csak akkor egzaktak, ha a hibanormalitds is fennall

o Am aszimptotikusak, igy kozelitSleg akkor is fenndlnak, ha elég nagy a mintanagy-
sdg (minél nagyobb, annél inkabb)

Ez a centralis hatareloszlas-tétel miatt van igy.

5.2. Egy paraméter

Becsiilt regresszids koefficiensek mintavételi eloszlasa

e A j3; becsiilt regresszids koefficiens mintavételi ingadozasat tehat a kovetkez6 Gssze-

fliggés irja le:

se (5:)
ahol se (5;) = \/ o [(XTX)_I] o

« Sajnos ezzel a gyakorlatban nem sokra megyiink, mert o2-et 4ltaldban nem ismer-

jik
o Helyettesitsiik a jo tulajdonsagi becsléjével, o2-tel!

o Igy persze mér més lesz az eloszlds, de szerencsére meghatdrozhaté, hogy mi, és
nem bonyolult: n — (k + 1) szabadsagfoku t-eloszlas

Valtoz6 relevanciaja
Egy valtozét relevansnak neveziink, ha a sokasdgi paramétere nem nulla: 3; # 0.
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5 Hipotézisvizsgalat és intervallumbecslés linearis modellben

Hipotézisvizsgalat valtozo relevanciajara
Ez alapjan mar konstrualhatunk probat valtozo relevancidjanak vizsgalatara:

1. H() : ,31 =0
2. Ekkor (azaz ha ez fennall!) a temp; = % kifejezés n — (k + 1) szabadsigfoki
se( B;
t-eloszlast kovet (nulleloszlas)
3. Szédmitsuk ki a konkrét temp -t a mintankbol és dontsiik el, hogy hihetd-e, hogy

tn—(k41)-bOl szdrmazik

Hipotézisvizsgalat valtozé relevanciajara

A hipotézisvizsgalat elvégzéséhez sziikséges minden tudnivalot — a nullhipotézisen ki-
viil — osszefoglal tehédt a kovetkez6 kifejezés (a késébbiekben is ezt a sémét fogjuk hasz-
nélni hipotézisvizsgdlatok megaddséra):

B m
75emp,i = 77;\ ~ tn—(k—i—l)'
se (5@)

E préba preciz neve: valtozé relevancidjara irdnyuld (parcialis) ¢-préba

5.3. Modell egésze

Modell egészének relevanciaja

A korabban latott t-proba azért volt ,parcidlis”, mert egy valtozo irrelevanciajat
vizsgalta

e Felmeriil a kérdés, hogy definidlhaté-e a modell egészének irrelevanciaja

e Igen, mégpedig gy, hogy valamennyi magyarazé valtozd paramétere egyiittesen is
irrelevans:

Holﬂlzﬂgz...zﬁkzo
o (Természetesen a [y nincs felsorolval)

o Rovid jelolés arra, hogy 51 = 0 és B2 = 0 stb. és B = 0 (semmilyen mds eset
jelolésére ne hasznéljuk az egyenléségléancot!)

e Figyelem: az ,egyszerre nulla mindegyik” t0bb mint, hogy ,kiilén-kiilon nulla mind-
egyik”!
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5.4 Tetszbleges szamu paraméter

Modell egészének relevanciaja

e A modell egészének irrelevancidjara magyarul azt jelenti, hogy a modell nem tér
el lényegesen a nullmodelltol

o Implikalja, hogy minden magyarazé valtozé kiilon-kilon is irrelevans (tartalmazza
ezeket a hipotéziseket) — el6bb teszteljiik a modell egészének irrelevancidjét, és
csak ennek elvetése utana teszteljiik a valtozdkat parcidlisan

o A préba konkrét alakja:
RSS/k Hy -
ESS/[n—(k+1)] ~ R

Femp =

Modell egészének relevanciaja

o A tesztstatisztika atirhaté mint
RSS/k R2 /k

ESS/[n—(k+1)] (1-R?)/[n—(k+1)]

e Persze: a ,nem tér el lényegesen a nullmodelltél” Ggy is megfogalmazhatd, hogy
az ,R? nem tér el lényegesen a nullatél” (Hp : R? = 0 is mondhaté lett volna)
Modell egészének relevanciaja
o A préba neve: a modell egészének relevancidjara iranyul6 (globdalis) F-préoba

o Szokds ANOVA-prébanak is nevezni (a 7'SS = ESS + RSS variancia-felbontdson

alapszik; szdmldloban és nevez6ben a fokszdmmal normalt szérasnégyzetek vannak)

o Tipikus eredménykozlés az in. ANOVA-tablaban

5.4. Tetszoleges szamu paraméter

Felvezet6 gondolatok

e Valamennyi eddigi proba felirhaté tgy, hogy van egy modellink, a nullhipotézis
pedig egy megkdtést jelent arra a modellre

o Azaz lényegében két modelliink van, egy megkotés nélkiili és egy megkotott

o Mellesleg a megkotott modell szitkségképp rosszabb, de legaldabbis nem jobb (szii-
kebb tartoményon vett optimum nem lehet jobb, mint egy bévebben vett), emiatt
ugy is megfogalmazhat6 a kérdés, hogy a kiilonbség lényeges-e

o Az ilyen helyzetre — mint barmilyen helyzetre — tobbféle elven lehet tesztet konst-
rualni

e Wald-elv, LM-elv, LR-elv
e Az eddigi két proba Wald-elven is kihozhaté
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5 Hipotézisvizsgalat és intervallumbecslés linearis modellben

Tetszoleges szami paraméter tesztelése Wald-elven

o Most felirjuk a két modellt explicite is, mert a nullhipotézis alakja szebb lesz (ez
pusztan formai kérdés):

o Az egyik modell a bévebb (U — unrestricted), a méasik a sziikkebb (R — restricted):
U:Y =80+B1X1+ - +8g-1Xqg-1+B¢Xq+Bgr1Xqt1+ -+ BgtmXqgtm +evU

R:Y =B0+B1X1+...+8¢g-1Xq-1+B¢gXq+er

e Hy : Bgy1 = Bg+2 = ... = Pg+m = 0, tehdt megadott m darab valtozé még
0sszességében sem bir 1ényeges magyarazo erével

Tetszoleges szami paraméter tesztelése Wald-elven
A proba:

P (ESSgr — ESSy) /m
P BSSy/(n—q—m)
R2 —R2
__ (RE —RR)/m L Fn—qem.

(1-RE)/(n—q—m)

Ebbdl a felirdasbdl 1latszik jol, hogy ez a teszt gy is felfoghatd, mint ami a tébbszoros
determindciés egyiitthatok kiilonbségét itéli meg.

Specialis esetek

o Vegyiik észre, hogy ez az altalanos megkozelités a két, eddig latott tesztet is tar-
talmazza specidlis esetként!

e Ham =1, akkor F' = t?: visszakaptuk a t-tesztet

— Am figyelem: a Wald-teszt nem ekvivalens a t-préba m-szeri elvégzésével
(kiilon-kiilon az egyes valtozokra)!

e Ha m = k, akkor Fywaq = Fanova: visszakaptuk a fliggetlenségvizsgédlatot
o Logikusak, hiszen a nullhipotézisek is azonos alaktiak lettek

Az els6 allitdshoz hozzda kell még tenni, hogy az (1,n — k) paraméterii F-eloszlas épp
az n — k szabadsagfoku t-eloszlas négyzetével esik egybe.

Kitér6: a Lagrange Multiplikator (LM)-elv

o Az LM (Lagrange Multiplikdtor) préba hipotézisparja teljesen azonos alaki a
Wald- F-teszttel:

U:Y = 50 + ﬁlXI +...+ Bq—qu—l + ,Bqu + ﬁq+1Xq+l +...+ ,Bq+qu+m +eu
R:Y:ﬁO“Fﬁle +~~-+ﬁq—qu—1 +,8qu+ER

és Ho: Bgr1=PBgr2=-.. = Bgym =0
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5.5 Linedris megkotés(ek)
o A kilonbség a modellezés filozéfidjaban van (1d. késébb), a teszt tulajdonségai,
alkalmazhatosaga is eltér6

o Alapdétlet: becsiiljiik meg a sziikebb modellt, és szamitsuk ki ez alapjan a becsiilt
reziduumokat. Ha fennall Hy, akkor ezek a reziduumok nem magyarazhatéak
lényegesen sem a sziikebb modell véltozdival (OLS kévetkezménye), sem a vizsgalt
valtozokkal (Hy kovetkezménye). Azaz: ha a becsiilt reziduumokat kiregresszaljuk
az Osszes valtozoval, akkor sem tudjuk azt lényegesen magyarazni, ha fennall a Hy.

Az LM-préba probafiiggvénye

e Ezen intuitiv indoklas utan a prébafiiggvény:

2 Ho 2
n: R€R|X17X2:~~~:Xq+m ~ Xm

o Itt ep jelolés arra utal, hogy a sziikebb (R) modellbél kapott reziduumokrdl van
Sz0

5.5. Linearis megkotés(ek)
Linearis kombinacid tesztelése

e A séma:
b1+ refo+ ... +1rfy =71

e Avagy roviden: r’'8 =r
e To6bb koefficienst is érinthet, de csak egy egyenletet tartalmazhat

o Példaul:

— Két koefficiens egyezik, 5; = S, (ekkor r; = +1, r,;, = —1, a t6bbi 7; nulla és
r=0)

— Egyik koefficiens c-szerese a masiknak, 5; = ¢f,, (ekkor rp = +1, 1, = —c¢, a
tobbi 7; nulla és r = 0)

— Az 6sszes koefficiens 6sszege épp nulla (ekkor mindegyik 7; 1 és r = 0)
Linearis kombinacié tesztelése
e A normélis linearis modellben erre teszt szerkeszthetd
o Megvaldsitas: egyik lehet6ség, hogy a t-prébdhoz hasonlé alakra vezetjiik vissza

e Legyen 7“131 + 7‘232 4.0+ rkgk =7, ekkor

T —1r H, ;
se (?) n—(k+1)
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5 Hipotézisvizsgalat és intervallumbecslés linearis modellben

e Ez az an. kézvetlen t-préoba

o Vizsgalhaté Wald-jellegli préobaval is

Specialis esetek

o Ez tartalmazza specidlis esetként a parcialis t-prébat

e De mast nem: kettd vagy tobb paraméter egyideji nulla mivolta tébb megkotést
jelent

e Szerencsére az elObbi kiterjesztheté tobb megkdtés tesztelésére is:

ri’B8=nr
r2’ 3 = 1o
rmT/B =Tm

e Az ;" sorvektorokat rakjuk 6ssze egy R matrixba, az r; skalarokat egy r oszlop-
vektorba

Tobb megkotés egyidejii tesztelése

o (Célszeru feliras:

Hy:RB=r,
ahol R m x k tipusu (tehat m a megszoritasok szdma)
o Az erre adhato teszt:
(RB — r)T [R (XTX)A RT] o (RE — r) /m
ESS/ [n— (k+1)]
1 F[m,n— (k+1)]

Hop
~Y

Femp =

Feltétel még, hogy R teljes sorrangi legyen (rank R = m), ami azt a kézenfekvd
kovetelményt fogalmazza meg, hogy a megszoritdasok ne legyenek (linedris értelemben)
redundansak.
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5.5 Linedris megkotés(ek)

Konkrét példak a fenti sémara

e Ellen6rizhetd, hogy ha példaul...

- .R= (0 0 ... 01 0... 0) és r = 0, akkor a t-tesztet ..
010 0 0 0
001 ...00 0
- .R=1: ¢ .t i]ér=|:| akkor az ANOVA-t..
0 00 10 0
0 00 01 0
- .R = ()\/31 Mgy - A5k> és r = A, akkor a linearis kombinaci6 tesztelé-
sét...

o ..kapjuk vissza.

Specialis esetek

e Ez a képlet viszont minden eddig latott dolgot tartalmaz specialis esetként!

e Wald-elven
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6 Kategorialis magyarazo valtozék

6.1. Regresszié csak mindségi valtozoval (ANOVA)
Minoségi valtozdk a regresszioban

e A kérdés, ami mostani kutatasainkat motivalja: hogyan szerepeltethetiink egy mi-
ndségi (nomindlis vagy ordindlis, szokds kategoridlis valtozonak is nevezni) tulaj-
donsagot, pl. férfind, egészéges—beteg, alapfokia—kozépfoki—felséfoki végzettségii
stb. egy regressziés modellben

o A regresszié csak szamszerli adatokat tud felhaszndlni — valahogy kddolni kell a
kategoridlis tulajdonsdg lehetséges értékeit (kimeneteit, csoportjait)

o Eddig csak mennyiségi tulajdonsidgokkal foglalkoztunk, aminek koédolasa trividlis
volt: a naturdlidban kifejezett értékével (m?, eFt stb.)

o Pl férfi = 0, n§ = 1 elég kézenfekvs, de mi van az iskolai végzettséggel?

e Az alap = 0, kozép = 1, fels6 = 2 belekddolja az adatokba, hogy a felsé és a kozép
kozti kiillonbség kénytelen ugyanakkora lenni, mint a kozép és alap kozotti (ha felsd
= 3, akkor kétszer akkora stb.)

e De mi semmi ilyet nem akarunk, hiszen azt szeretnénk, hogy ezt az adatok mondjak
meg!

Dummy valtozé fogalma

o A kédolast megvaldsithatjuk olyan valtozdoval vagy valtozokkal, melyek csak O vagy
1 értéket vehetnek fel

o Az ilyen valtozdkat nevezzitkk dummy (bindris vagy indikator) valtozénak

e Ha két kimenet van, akkor a kodolas teljesen kézenfekvé: egy dummy valtozéra
van sziikségiink, mely (példaul) 0 értéket vesz fel férfira, 1-et nére

e Bonyolultabb a helyzet, ha tobb kimenet van

[ [ Da]Ds]Dc|
e Trivialis kédolas: |2l L | 0 | 0O
B 0 1 0
cllo o1
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6 Kategorialis magyarazo valtozok

Kédolas
Ezen , kédolasi tabla” alapjan a kédolas (pl. Xi: jovedelem, Xy: iskolai végzettség,
X3: életkor):

X1 X2 X3 X1 Dy Dp Do X3

1 213 B 32 1 213 O 1 0 32

1 311 C 41 1 311 O 0 1 41
s

1 128 B 18 1 128 0 1 0 18

Itt mar minden tisztdn numerikus, miikédhet a regresszié

Referencia-kédolas
e ..Am vegyiik észre, hogy 3 csoporthoz nem kell 3 dummy valtozo, kédolhatd 2-vel
is!
o Altaldban k kimenet kédoldsa megoldhaté k—1 dummy valtozéval az tin. referencia-
kédolas logikédjaval
o Itt kivalasztunk egy kimenetet, aminél mind a k—1 darab dummy valtozé 0 értéket

vesz fel (kontrollcsoport vagy referenciacsoport), és a tobbi k — 1 csoportot az jelzi,
hogy a k — 1 dummy véltozé koziil melyik vesz fel 1 értéket (mindig csak 1!)

| [ RaRB5]
o Példdul (3 kimenetre): g (1) (1)
Cl 0 0

o Itt C a referenciacsoport, R4 és Rp a két sziikséges (ugye k = 3!) magyarizé
valtozé

o Vegyiik észre, hogy R4y = Dy és Rp = Dp (tehdt a két kédoldshoz pontosan
ugyanazon dummykra van sziikség, csak a referencia-kddolasnal eldobjuk az egyiket
— ez lesz a kontrollcsoport)

Dummy valtoz6 csapda

e Ha van konstans a modellben, akkor tilos is k csoporthoz k dummyt hasznalni a
kédolashoz

o Ellenkez6 esetben egzakt multikollinearitds jon létre (gondoljuk végig, hogy a
dummy valtozékhoz mi tartozik a design matrixban, 1d. el6bb!); ez az un. dummy
vdltozo csapda

o Ha k csoportot mégis k& dummyval kédolunk (,trividlis kédolas”), akkor viszont
nem szerepeltethetiink konstanst
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6.1 Regresszié csak minéségi viltozéval (ANOVA)

Trivialis kodolas konstans nélkiil

o A két kdédolasi moéd (k darab dummy, nincs konstans és k — 1 darab dummy,
van konstans) jol szemléltethet egy csak a nomindlis tulajdonsdggal magyarazé
regresszioval

e k darab dummy, nincs konstans:

[ Da[Ds | Dc |
A 1]07]0
B o[ 1]0
Cllolo 1

Y =B4Da+ BeDp + pcDc +¢

o Egyiitthaték értelmezése: ha az A csoportban vagyunk, akkor a fenti egyenlet
Y = B4+ ¢ lesz = (4 az A csoport csoportatlaga (legkisebb négyzetes elv!);
hasonléan a t6bbi

Referencia-kddolas konstanssal

[ Da[Ds|
e k — 1 darab dummy, van konstans: A 1 0
B 0 1
c| o 0

Y ="+ B83Da+ BpDp +e
Egyiitthaték értelmezése referencia-kodolasnal

o Ertelmezésnél egy dolgot tartsunk mindig szem el8tt: ugyanarra a csoportra ugyan-
annak az értéknek kell kijonnie, akarhogy kdédolunk!

o lgy Bo=p"
o Tovabba (a B csoport példdjan):

Bp =B"+Bp =Bc+Bp = Bp =Bs— Bc

o Tehat az egyutthatok az eltéréseket jelentik a referenciacsoporttdl (ami pedig a
konstansba kertil)

o Vegyiik észre, hogy a valtozonkénti szignifikanciak eltérhetnek (mert masra fognak
vonatkozni), de az elérejelzése — és igy a modellminésité mutaték — nem

95



6 Kategorialis magyarazo valtozok

Fontos hipotézisvizsgalatok

Egyrészt: szignifikdns-e egy adott csoport atlaganak eltérése a referenciacsoport
atlagatol

Ez itt nem més, mint 3% vagy 8% relevancidja
Egyszeriien t-prébaval ellendrizhetd!

Maésrészt: van-e egyaltalan barmilyen csoportok kozotti eltérés:

Hy:B8,=p5=...=0
Hy:35:8; #0
T6bb csoport atlaga eltér-e? De hat az az ANOVA!

Az egyezés nem pusztdn formai, teljes tartalmazi egyezés van (ez nem csak hasonlo,
hanem ugyanaz: az ANOVA elmondésa regresszios ,keretben”)

Egynél tobb kategorialis magyarazé valtozo

Ha egynél tobb kategoridlis magyardzé valtozd van, akkor nem kdédolhaté mind-
egyik trividlisan, ilyenkor mar a konstans eltavolitasa sem segit

(Nem az lesz a baj, hogy valamelyik Gsszege a konstans, hanem, hogy a kettd
Osszege ugyanaz — ez elvileg is megoldhatatlan)

Referencia-kddolas minden tovabbi nélkiil hasznalhato
A kétszempontos ANOVA megfeleldje regressziés keretben!

Természetesen feltételezhetd interakcio is, ez esetben a dummy-kat az 6sszes lehet-
séges kombinacioban szorozni kell

6.2. Regresszid6 mindségi és mennyiségi magyarazé valtozoéval

(ANCOVA)

Dummyzas folytonos magyarazé valtozo jelenléte mellett

56

Amit eddig csinaltunk az lényegében az volt, amit konstans dummyzdsanak nevez-
hetiink: csoportonként eltéré (de konstans) értékkel becsiiltiik az eredményvéaltozot

Mi van, ha bevonunk egy magyarazd valtozot?

Azaz ekkor mar nem egy konstanst becsiiliink az egyes csoportokra, hanem egy
egyenest (a folytonos magyarazé valtozé fliggvényében)



6.2 Regresszié mindségi és mennyiségi magyarazo valtozéval (ANCOVA)

o Dummyzéssal (tehat a csoporttagsag szerint) eltérithetjiik az egyenesek tengely-
metszetét és meredekségét is!
e Lehet csoportonként kiillonb6z6
1. +1 egység magyaraz6 valtozo hatasa

2. a 0 magyarazo valtozéhoz tartozd eredményvaltozo

e E feladat neve: ANCOVA

Eltér6 tengelymetszet

Ha csak a tengelymetszetet téritjik el (41 egység magyarazd valtozd hatdsa ugyanaz
minden csoportban, de nem ugyanannyi a 0 magyarazo valtozéhoz tartozé eredményval-
tozd):

25

T T
beta_0 + beta_D * D + beta_X * X ——
beta_0 + beta X * X ——

20 - b

Algebrailag:
Y =080+ BpD+ BxX +¢

Eltér6 meredekség
Ha csak a meredekséget téritjiik el (0 magyardzo véltozéhoz ugyanaz az eredményval-
tozé tartozik, de +1 egység magyardzo valtozo hatdsa csoportonként eltérd):

25

T T
beta_0 + (beta_X + beta_D) * X
beta_0 + beta X ¥ X ——

Algebrailag:
Y =po+ (Bx +BpD) X +¢
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6 Kategorialis magyarazo valtozok

Eltér6 tengelymetszet és meredekség

Akar a tengelymetszet és a meredekség is lehet kiilonb6z6

Ahogy el6bb lattuk, csak a mddszereket kell kombindlni: a konstanst és a mere-
dekséget is megdummyzzuk:

Y =61+ X + ¢,
de gy, hogy 1 = o+ aaDa +apDp és o =v+v4Da+v8DpB

Nagyon fontos észrevenni, hogy a meredekség dummyzasa a dummy és a mennyiségi
valtozd kozti interakciora vezet:

Y=a+asDs+apDp+vX +v4(DaX)+v5 (DpX) +¢
Logikus is: az egyik valtozé (folytonos) hatésa eltér a szerint, hogy a masik valto-
zénak (kategoridlis) mi a szintje: kiillonb6z6 meredekségek

Avagy forditva elmondva (egyenértékiien, hiszen az interakcié ugye szimmetrikus):
az egyik valtozé (kategoridlis) hatdsa eltér a szerint, hogy a masik valtozénak
(folytonos) mi a szintje: az egyenesek kozti kiillonbség fiigg attél, hogy hol nézziik

Eltéro tengelymetszet és meredekség

De hét ez megoldhat6 a minta szétszedésével is!
A két modszer — természetesen — ugyanarra az eredményre vezet

A dummyzds mégis jobb a minta szétszedésénél; vajon miért?

— Messzemenden t6bb lehetdségiink van a dummyzott (egybenlévé) modellel —
gazdasagilag relevans hipotézisek vizsgalhatéak egyszertien (1d. mindjart)

Hipotézisvizsgalat a dummyzott modellben

o8

Pl.: van-e egyéltalan barmilyen eltérés a csoportok k6zott? (Ertsd: eltér-e a becsiilt
egyenes (barmilyen szempontbdl) a csoportok kozott, vagy mindegyikben teljesen
ugyanaz?)

Ez az Un. strukturdlis torés, hipotézisparja: Hy : 4 = ap = v4 = vy = 0, Hi:
valamelyik ezek koziil nem nulla, tehat van strukturalis torés

Es most jon a szép rész: ha a fenti modellt megbecsiiltiik (sima OLS-sel), akkor ez
a hipotézis egyszertien egy kozonséges Wald- (vagy hasonld) prébét jelent!

Hasonléképp: nem lehet, hogy csak a tengelymetszetek eltéréek? — ez az un.
parhuzamos ratdk hipotézise, Hy : v4 = vp = 0; szintén Wald-teszttel elintézheto

Minden hasonlé, gazdasagi kérdés lefordithaté Okonometriailag, példaul valtozo
vagy valtozdk relevancidajanak tesztelésére



6.2 Regresszié mindségi és mennyiségi magyarazo valtozéval (ANCOVA)

Kontraszt-kodolas

o Kontraszt-kddolas: triikkos kédolds agy kitalalva, hogy a dummy-k egyiitthatdja
ne a referencia-csoporthoz, hanem az atlaghoz képesti eltérést jelentse

L [Ca[Cs
e A megoldés: Al 0
By 0O 1
Ccl -1 -1

o (A dummy valtoz6 nem 0 és 1 értéket vehet csak fel)

e Miért fog ez miikédni?

Kontraszt-kodolas

Mert:
Bo+Bc, +0=7yu
/80+0+/BCB :yB
50 - ﬂCA _503 :yC

Es igy:

o (1)+(2)+(3) = 300 = Ya+Up+Yc = Po tényleg a féatlag (ha azonosak a csoportok
elemszamai! kiillonben un. silyozott kontraszt kellene, ahol a dummy valtozék mar
nem is feltétlentil egész értékeket vennének fel)

o (2)+3) =260 — ey =¥+ Yo = Boa =260 — U +Yc) =260 — (360 —Ya) =
Bo, =TYa — Po = tényleg az atlagtol vald eltérés (és hasonléan a mésik)

Egy terminologiai megjegyzés

o Az angol irodalomban az altalunk kontrasztkddoldsnak nevezett modszert nagyon
gyakran ,effect coding”-nak nevezik...

e ..a kontraszt pedig az, amikor a csoportok tetszéleges — altalunk meghatarozott —
linearis kombinaciéjat teszteljitk
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7

7.1

Regresszios modellek alternativ becslési
lehetoségei

. A maximum likelihood (ML) elv

A likelihood fogalma

Likelihood: folytonos valtozéndl a stirliségfiiggvény helyettesitési értéke adott pon-
ton, diszkrétnél a valdszinliség (tehdt a valdsziniiségi sulyfiiggvény értéke adott
ponton)

(Lehet tobbdimenzids is)

Nem mondhatunk valészintiséget helyette, hiszen folytonos esetben nem valészint-
ségrél van sz6 (csak gondoljunk bele, a siiriség simén lehet 1-nél nagyobb)

Részletesebben: folytonos valtozé minden adott konkrét értéket nulla valdszini-
séggel vesz fel!

De a likelihood mégis bir kézzelfoghaté értelmezéssel: ezzel ardnyos valdszintiséggel
esik a valdsziniiségi valtozé az adott pont kis kérnyezetébe

(A ’80-as években kisérleteztek a ,valdszeriiség” sz6 meghonositdsaval erre...)

A maximum likelihood (ML) elv

Ha ismerjiik a sokasagi paraméterek értékét és egy modellt a mintavételre, akkor
meg tudjuk mondani, hogy adott minta kijévetelének mekkora a likelihood-ja

(Hiszen a modell épp ezt irja le, csak épp fligg a sokasigi paraméterektél, de ha
azokat is ismerjiik, akkor mar egy konkrét szamot kapunk)

Az ML-becslés alapgondolata: ha nem ismerjiikk a sokasagi paramétereket, akkor
valasszuk azokat becslésnek, amely mellett a leheté legnagyobb a likelihood-ja
annak, hogy az a minta j6jjon ki, ami ténylegesen ki is jott

Jézan paraszti ésszel is ésszer(i, de nagyon fontos felhivni a figyelmet, hogy ez nem
ugyanaz, mint hogy azt hatadrozzuk meg, hogy mely paramétereknek a legnagyobb
a likelihoodja (forditott a feltételezés irdnyal)

(Ez az igazan kézenfekvé kérdés, csakhogy ez igényel ismeretet arrdl, hogy a para-
méterek eloszldsa milyen még miel6tt egyaltaldn mintat vettiink volna — itt valik
el a frekvencionista és a bayes-i statisztika)
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7 Regresszios modellek alternativ becslési lehetbségei

Egyszerii varhaté érték becslés ML-elven

e Csinaljuk meg wjra ugyanazt az egyszerli példat amit az OLS-elvnél lattunk, de
immér ML-elvii becsléssel!

« Emlékeztetsiil a modelliink: Y ~ N (u,08) (ahol of ismert) és erre van egy n
elemi fae mintdnk

o A valédi varhaté érték u, a feltételezett varhaté értéket, ami végigfut majd az Gsszes
lehetséges értékén, jelolje m (és a legjobb érték, amit becslésként elfogadunk i)

e Minta igazabdl most az n elem egylitt, tehat a minta likelihood-ja ennek az —
n-dimenzids — folytonos sliriiségfiiggvénynek a helyettesitési értéke

Egyszerii varhaté érték becslés ML-elven

e Szerencsére fae esetben ez szétesik szorzatta:

1 _ (yi*m)

n
11 o R
=1V 2mog

Lin () = fy (¥) = fm (¥) = [ [ fn (i) =
=1

)2
1 -y, o)

— e 200

(o)

e (Célszerlibb ennek a maximalizaldsa helyett inkabb a logaritmusat maximalizalni
(a logaritmus monoton transzformacio, igy a logaritmalt maximum ugyanott van,
mint az eredeti maximuma):

n 2
n 2 (yi —m)
ln () = log L (y) = =5 log (27T00> + ; T
Egyszerii varhaté érték becslés ML-elven
o A maximalizdlashoz derivaljuk m szerint:
Al (y) 1«
=—— 2 (y; — -1
G = 2 (D)
o Tegyiik egyenlévé nulldval és oldjuk meg:
1 n n
502 22— m) (<) =0= 3 2y —m) =0
0 =1 i=1
n
= L = Zizl +

e (A maésodik derivélt pedig — negativ, tehat ez tényleg szélséérték, és tényleg

_n_
2
20

maximum)
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7.1 A maximum likelihood (ML) elv

Az ML-becslés altalaban

H/M\L = argmax Ly (y)
t

Ha a mintank fae, akkor:

n
Oyr, = arg maxz le (yi)
v

Az ML-becslés valdszintiségi modellt igényel (az OLS-becslésnél ez nem volt igy,
igazabdl elég volt az, hogy legyen egy predikalt értékiink, az kijohetett barhogy),
de cserében egy sor kellemes tulajdonsidggal bir

(Altaldban, tehat pusztan amiatt, hogy ML-becslésrdl van szé: fliggetlentl attol,
hogy mi a probléma, ezeket a tulajdonsidgokat pusztan az ML-becslés mivolt miatt
megkapjuk!)

Az ML-becslés tulajdonsagai
Jelesiil egy ML-becslés elég altalanos koriilmények k6zott

konzisztens
aszimptotikusan torzitatlan
aszimptotikusan hatésos

aszimptotikusan normalis

invarians (g (¢) ML-becslése g (9/1\&), ha g egy kolesonosen egyértelmi fuggvény )

Linearis modell becslése ML-elven

De ezt az ML-elvet nem lehetne a sima linedris modellre is rdereszteni (hogy meg-
becsiiljiik, de masképp mint eddig, OLS-elven)? Dehogynem!

Egyetlen dologra van sziikségiink: itt mindenképp fel kell tenntink valamit a hibatag
eloszldsardl (kiilonben az eredményvéltozéra nem lesz eloszldsunk, anélkiil pedig
likelihood-unk sincs)

Tegytik fel a normalitast (és a szferikalis hibakat, tehat, hogy az ¢ kovarianciamat-
: 2
rixa 0°I)

Ekkor ugyanis Y eloszlasa is normdlis, mégpedig Xb varhatoértékkel és o1 kova-
rianciamatrixszal (hiszen ¥ = Xb +¢)

Mivel azt mondtuk, hogy b az (ismeretlen) sokasdgi paraméterek éppen feltétele-
zett értéke; ebben fogunk majd maximalizdlni

Irhattuk volna azt is, hogy Y; = XTb + ¢; és hozzatessziik, hogy a kiilonboz
megfigyelési egységek fiiggetlenek
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7 Regresszios modellek alternativ becslési lehetbségei

Linearis modell becslése ML-elven

o A log-likelihood (a méasodik megkézelitésbél felirva):

2
n 2 - (yZ B XZTb)
—3 log (2770 ) + Z — 252

=1

A log-likelihood (az els6 megkozelitésbél felirva, a tobbvéaltozés normalis siirlisége
1 . e—%(x—u)TC”(x—u));

(2m)™/? det C1/2
1 T
—5 o8 (2r*) — 353 (y = Xb) " (u-Xb)

T
Ha ezt b-ben maximalizaljuk, az ugyanaz, mint (g -X b) (g -X b)—t b-ben

minimalizalni

..de hat ez épp az amit az OLS-nél mar megoldottunk!

. — -1
Ugyhogy az eredményt méar tudjuk: By, = (éTé) éTg

Linearis modell becslése ML-elven

e A linedris regresszios modell esetén tehat az ML-becslés és az OLS-becslés egybe-
esik (ebbél adédban a tulajdonsagaik is azonosak)

e De az ML-hez fel kellett tenni a hibanormalitast, az OLS-nél erre nem volt sziikség
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8 Linearitas és feloldasa, nemlinearis
modellek

8.1. Eldljaréban: a marginalis hatas altalanosabb értelmezése
A marginalis hatas fogalma

e Marginalis hatas: a magyarazé valtozé kis novelésének hatasara mekkora az ered-
ményvaltozd egységnyi magyardzovdltozo-novelésre juté valtozasa

o Tipikus egyszeriisités: a magyarazoé valtozo egységnyi névelésének hatasara mennyit
valtozik az eredményvaltozd

o (Hiszen a kett6 ugyanaz, ha a véaltoz6 hatédsa lineéris)

o Idaig az i-edik magyarazo6 valtozo ilyen médon értelmezett margindlis hatésa és a
B; szamértéke gyakorlatilag szinonima volt

A marginalis hatas precizebben
e Definicié alapjan a marginalis hatés: AA—;{;, ha AX; kicsiny

o Ugye egyetemen vagyunk — a margindlis hatds g—;(/j

o A tobbvaltozés linedris regresszié eddigi (sokasagi) modelljében Y = By + f1.X1 +
oo+ B Xy + €, ezért

oY 0
—_— = X
+.o o+ B X+ B X+ Bjri X+ B X +€] =

o ..hat ezért tekinthettiik eddig a margindlis hatast és a becsiilt regresszios koeffici-
enst szinonimanak!

8.2. A linearitas feloldasa

8.2.1. Emlékeztetoiil

A linearitas kovetkezményei
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8 Linearitas és felolddsa, nemlinearis modellek

e A linearitas két dolgot vont maga utén:

— Mindegy, hogy honnan indulva névelem a valtozdt egy egységgel (a valtozd
hatésa linearis)

— Mindegy, hogy a t6bbi valtozé milyen szinten van rogzitve (additivitas)

e E kett6t fogjuk most feloldani

8.2.2. Az additivitas feloldasa: az interakcid

Interakcié mint a linearitas egyféle feloldasa

e Eddigi modelliinkben a marginalis hatdsok a tobbi valtozo szintjétdl fliggetleniil
allandoéak voltak

o Példaul: 1 Ft pluszjovedelem taglétszamtél fiiggetlentil azonos tébbletkiadast je-
lent...7

e Ha nem, akkor azt mondjuk, hogy a két valtozd kozott interakcio van: az egyik
margindalis hatdsanak nagysdgdt befolyasolja a masik szintje

o A kapcsolat tehat margindlis hatds és szint k6zott van (nem margindlis hatés és
margindlis hatds vagy szint és szint kozott!)

o Kézenfekvo indulés: az egyik valtozé szintje linedrisan hasson a mésik marginalis
hatésara; sokasagban felirva:

(Bs + ByrTag) Jov,

ahol Byr az interakcié hatasat kifejez6 (linearis) egytitthatd

Interakcio
o Helyezziik ezt be a (sokasigi) regresszidba:
Y = Bo + (Bs + BsrTag) Jov + BrTag + €,
azonban felbontva a zardjelet:

Y = By + ByJov + ByrTag - Jov + frTag + ¢ =
= Bo + ByJov + (Br + ByrJov) Tag + &

o Tehat az interakci6 sziikségképp, automatikusan ,,szimmetrikus”: ha az egyik val-
tozd szintje hat a masik marginalis hatasara akkor sziikségképp forditva is: a masik
szintje is hatni fog az el6bbi marginalis hatasara
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8.2 A linearitds felolddsa

Interakcio

o Azaz .egyszerre” lesz igaz, hogy (8; + ByrTag) Jov és (Br + ByrJov) Tag: attdl
fiiggben, hogy milyen szempontbdl nézziik (melyik marginalis hatdsat vizsgaljuk,
ezt még 1d. késébb is)

o A regressziéban igy elég egyszeriien ennyit irni:

BrTag + ByJov + Byr (Jov - Tag) .

o ..mindkét — masik szintjétol fiiggé — marginalis hatas ebbdl kiadddik, fliggéen attol,
hogy hogyan bontjuk fel a zaréjelet (melyik valtozdt vizsgaljuk)

e Ez a margindlis hatds pontosabb értelmezése mellett még szebben lathaté
A marginalis hatas interakciok esetén

e Ha interakci6 van, példaul a l-edik és az m-edik tag kozott, akkor az l-edik margi-
nalis hatésa:

oy 9
= Xi+...
0x, 90X, [Bo + b1 X1 + +
+o A B X A+ B X+ B X+ B X1 X €] =
:ﬁl"i'ﬁlme

o Igy preciz az elébbi 4llitdsunk arrél, hogy ha az egyik szerint vizsgaljuk a marginalis
hatast, akkor az a maésik szintjétdl fog fliggeni (gondoljuk hozzd a maésik szerinti
derivéalast is!)

8.2.3. A valtozdénkénti linearitas feloldasa

Motivalé példa: kvadratikus hatas

e Mar volt: mit jelent az, ha megsértjiikk a ,,marginalis hatas nem fligg attdl, hogy a
tObbi magyarazo valtozdét milyen szinten rogzitjiik” kovetkezményét a linearitasnak

« Es ha a ,marginélis hatds nem fiigg att6l, hogy milyen szintrél indulva néveljiik a
valtozot” kovetkezményt szeretnénk feloldani?

e Példaul: 1 évvel idosebb életkor kiinduld életkortdl fliggetleniil azonos kiadasval-
tozast jelent...?

o Hasznaljunk a linedris fiiggvényforma helyett mast, példaul négyzeteset (parabo-
14t):
0

5%, [...+Bij+5ij]?+...] = B+ 28;; X;
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8 Linearitas és felolddsa, nemlinearis modellek

Motivalé példa: kvadratikus hatas
Szemléletesen az egy magyarazo valtozds esetben:

T
3x+10
40 2x"2-16x+24

Széls6értékhely nyilvanvalé (els6 derivélt elGjelet valt): 8 +25;;X; =0 = X; = — 2?3;

Linearitas, mint kozelités
e Az élet Altaldban nemlinedris

o Miért hasznalunk mégis linedris modelleket: mert sokszor nem térnek el (nagyon)
a valdsigtol, de mégis sokkal konnyebben kezelhetéek matematikailag

o (Taylor-soros érvelés!)
o Ez tehat az esetek tobbségében egy kozelités
e Mint ilyen: vizsgalni kell az érvényességi hatarokat

e Munkaponti linearizalas”

Ervényességi hatarok

50

-50 777777” |

-100 |- / ] .

-150 4

-200 I I I I
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8.2 A linearitds felolddsa

Ervényességi hatarok

50 T T T T

-50

-100

-150 -/ e

-200 1 1 1

Ervényességi hatarok

-150 4

Ervényességi hatarok

e Az érvényességi hatarokat az eddig latott modellekben is érdemes végiggondolni
o Azonnal kézenfekv) példa: a konstans (nagyon sok esetben)
o De sok meredekségnél is megragadhaté ez (fogyasztési fiiggvény példdja)

e Ez is egyfajta munkaponti linearizalas
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8 Linearitas és felolddsa, nemlinearis modellek

Nemlinearitas fajtai

Az B1 + B2 X + B3X? egy nemlineéris kifejezés (matematikailag)

De figyelem: ennek ellenére minden tovabbi nélkiil, tokéletesen kezelhet6é pusztan
az eddig latott (linedris!) eszkoztarral, hiszen az OLS-nek mindegy, hogy a méasodik
magyarazé valtozé értékei torténetesen épp az elsé négyzetei

(Egészen addig nincs baj, amig a kapcsolat nem lineéris)
Nem tgy mint az 81X — ez nem becsiilheté OLS-sel

A megkiilonboztetés végett az elsd esetet valtozdjaban, a masodikat paraméterében
nemlinearis modellnek nevezziik

Mi van ,nemlinearitast okoz6 pozicibéban”

Valtozéjaban nemlinearis modell

Jellemz6: tovabbra is fennall a ,valtozdk konstansokkal szorozva majd 0sszeadva”
(tehat: linedris kombindaciés) struktira

De elképzelhetd, hogy egy valtozo egy ,eredeti” valtozo transzformaltja
Itt sziikségképp nemlinedris transzformaciérdl beszéliink!

Vegyiik észre, hogy az ,eredeti” és ,transzformalt” kozti megkiilonboztetés teljesen
mesterséges (csak mi tudjuk, hogy mi volt az adatbdzisban bemend adatként), az
OLS-nek mindegy

Ide tartozik a kvadratikus hatés, dltaldban az X? magyaraz6 valtozok, a log, X,
az a* stb., ahol a konstans

Az el6z6ek miatt a becslés ugyanaz, egyedill az interpretalds igényel tovabbi tar-
gyalast

Paramétereiben nemlinearis modell
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Megsérti a linearis kombinacié struktirajat: paraméter nem csak szorzoként sze-
repel a regresszidban

Példaul X7, logg X stb.

Ez mar nem becsiilhetd OLS-sel: az eredményvaltoz6 nem allithatd el6 matrixmi-
veletekkel

Mas moédszert fogunk hasznalni



8.2 A linearitds felolddsa

Interakcio és kvadratikus hatas revisited

o Az el6z6ek fényében nyilvanvalé: a kvadratikus hatés egyfajta (igen egyszerii)
valtozdjaban nemlinearis modell

e Az interakcid szintén valtozébeli nemlinearitas, de nem annyira kézenfekvé médon
(mindenképp indokolt a kiilon targyaldsa)

Nemlinearitas kezelése: NLS

o Vegyiik észre, hogy a ming ESS célfiiggvény akkor is tarthatd, ha nemlinearis
modellt specifikalunk!

o (Csak az ESS szamitdsahoz sziikséges Y-ok masképp jonnek ki, de ez a fenti opti-
malizacié szempontjabdl teljesen mindegy)

o Oldjuk meg ezt az optimalizaciés feladatot!

o Ez a nem-linedris legkisebb négyzetek (NLS, non-linear least squares) médszere

Nemlinearitas kezelése: NLS

e Sajnos mondani kdnnyebb, mint a gyakorlatban kivitelezni; szemben a linearis spe-
cifikacioval, a kritériumfeliilet nem kvadratikus, emiatt nincs egyetlen miivelettel
megtaldlhaté optimum

o Van-e egyaltalan egyértelmii (globéalis) optimum? Mi van, ha t6bb lokélis optimum
létezik?

Nemlinearitas kezelése: NLS

o Ettol el is tekintve, a konkrét optimalizacié szamos gyakorlati problémat vethet
fel, mivel valamilyen iterativ algoritmus kell

o T6bb lehet6ség van, kiilonféle elényokkel és hatranyokkal (Gauss—Newton kere-
sés, Levenberg—Marquardt algoritmus, konjugalt gradiens keresés stb.), de mind
rengeteg numerikus kérdést vet fel:

— Meg tudjuk taldlni az optimumot? Biztosan? (Lehet-e baj a konvergencidval?
Mi legyen a konvergencia-kritérium?)

— Mennyi id6 alatt talaljuk meg?
— Milyen kezd8értékbdl induljunk? (Milyen a médszer numerikus stabilitdsa?)

— stb. stb. stb.
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8 Linearitas és felolddsa, nemlinearis modellek

Nemlinearitas kezelése: algebrai linearizacio

Mi a fenti (mindig alkalmazhatd) mddszerrel szemben egy mésik (konnyebb, de
nem mindig alkalmazhat6) médszert fogunk vizsgalni: algebrai linearizdlds

Alkalmas transzformaciéval a nemlinearis problémat linearissa alakitjuk, azt OLS-
sel megoldjuk, majd a kapott eredményeket visszatranszformaljuk az eredeti transz-
formaci6 inverzével

Példdul: Y = 1 XP2¢ paramétereiben nemlinearis ...
.. de mindkét oldal logaritmusat véve logY = log 31 + B2 log X + &’ mér az!
Adatbézis logaritmaélasa, eredmények visszahatvanyozdsa

(Amint mondtuk, nem mindig alkalmazhaté, de azért nagyon sok, gyakorlatilag
fontos esetben igen)

Természetesen itt is eltérd, specifikus értelmezések jelenthetnek meg

8.3. Néhany nevezetes, paraméterében nemlinearis modell

Log-log modell

Példaul a Cobb-Douglas termelési modell:
Y = B Lo KPre,

ahol Y a kibocsatas, L a munka, K a téke (ill. altaldban a termelési tényezok)
felhaszndlasa

Elaszticitasa:
% dy L Br—1 Bk L
Ble (LK) =35 = qpy = AL K s e = B
L

Ezért nevezik konstans elaszticitast modellnek is
Kezelése linearizalassal: mindkét oldalt logaritméljuk

logY =log B1 + Brlog L + B log K + &’

Log-log modell
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Minden véltozét (eredmény és Gsszes magyarazé is) logaritmélni kell
Innen a modell neve

Csak a konstans lesz logaritmélva, a tobbi koeflicienst a transzformécié ellenére
(ill. épp azért...) kozvetleniil kapjuk

Volumenhozadék (skalahozadék): i + (1 viszonya 1-hez



8.3 Néhany nevezetes, paraméterében nemlinedris modell

Log-lin modell

Példaul a jovedelem alakulésa:

Y = PrthaX+e

Linearizalas ismét mindkét oldal logaritmalasaval:

logY = f1 + X +¢

Elnevezés logikdja igy mar lathaté: az eredményvaltozo logaritmalva, de a magya-
razé valtozdk maradnak szintben

Novekedési rata: ef1tP2(X+D+u — yef2 pillanatnyi novekedési titem: By = d}io)géy =
14y
Y dX

Elaszticitas: Elx (X) = g—yé = [2X, tehat csak X-tél fiigg

Lin-log modell — kakukktojas!

Az eléz6ek alapjan mar vilagos a jelentése (pl. teriilet és kindlati &r Osszefiiggése):

Y =P+ f2log X +¢

Miért kakukktojas?

(B9 értelmezése:

dY B Y
X x T xx

Elaszticitéas: By X 5
Ely (X)=22 =22

xX=3v=7

tehat csak Y-t6l fugg (kozvetleniil)

A L kozvetleniil” itt arra utal, hogy természetesen az Y helyébe beirhaté lenne a — csak
X-eket tartalmazd — felirasa.

Reciprok modell — kakukktojas

Példaul keresleti modell:

Y=ﬁ1+%+€

Miért kakukktojas?

Aszimptotikusan: limx_.o E (Y | X) =/
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8 Linearitas és felolddsa, nemlinearis modellek

irkiadds: Y — _ B2
Hatarkiadds: 35 = —53%

Elaszticitas:

Ba X B
Ex(M=-%y ~xv

Paraméterek értelmezése, B eléjelének jelentdsége az ,aszimptotikus” viselkedés
szempontjabdl: az élvezeti cikkek példaja

8.4. Specifikaciés tesztek

A specifikaciés tesztek

Itt méar nagyon erésen felmeril a kérdés: hogyan donthetek a kiilonféle fiiggvény-
formék kozott?

Ld. a termelési fiiggvény példajat — megadhato linearisan és Cobb-Douglas jel-
leggel (eredmény nagyon nem mindegy)

Hogyan lehet analitikusan dénteni?
Az el6z8 példara: BM-teszt, PE-teszt stb.

Altaldnosségban (nem csak log/lin kérdésekre, mint az eléz8ek): tn. specifikiciés
tesztek

Egy egyszerii specifikacids teszt
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Egy egyszert otlet: adjuk hozzd a magyarazé valtozékhoz a magyarazéd valtozok
valamilyen nemlinedris transzforméltjat (tipikusan négyzeteiket vagy logaritmusa-
ikat)...

..es nézzilk meg, hogy egyiittesen szignifikansak-e!

Ha igen, az specifikacids hibara utal

(Tehat figyelem, ezt alapvetéen nem arra hasznédljuk, hogy arra kovetkeztessiink,
hogy egy adott konkrét valtozo négyzetét vagy logaritmusat hozza kell-e adni a

fiiggvényformahoz, hanem 6sszességében nézziik Oket, specifikacios tesztként)

Hatrany: sok szabadsigfokot hasznal el, és csak elég specialis alakil nemlinearité-
sokkal tesztel



8.4 Specifikacios tesztek

Ramsey RESET-je

o A modellspecifikcié dltaldnos tesztje; emiatt elénye: nem egy adott specifikicids
kérdésre keres valaszt, hanem altaldban vizsgélja, hogy a specifikicid jo-e; hatra-
nya, hogy ha nemleges véilaszt ad, nem deriil ki, hogy pontosan mi a specifikicié
baja

o Triikk: 4j regressziét becsiil, melynek eredményvaltozdja ugyanaz, de a magyarazé
valtozokhoz hozzdadja az eredeti regresszié becsiilt eredményvaltozéjanak maga-
sabb hatvanyait (Y?3-ig néha Y*-ig is):

Y:ﬁ(/)_‘_ﬁin+5§X2+...+ﬁ];Xk+71}72+72}73+6/

o Amit tesztelni kell az el6z6h6z hasonléan: Hy : v = 72 = 0 (F-préba és LM-préba
is van, heteroszkedaszticitdsra is robusztussa tehetd)

o Ilyen médon takarékos a szabadséigi fokokkal, csak 2-3-at hasznél el (a fenti triikkel
,Osszesliriti” a magyarazé valtozokat), rdadasul dltaldnosabb alakd nemlinearita-
sok is beleférnek ebbe, mint a csak négyzetekkel /logaritmusokkal tesztelés

o Specifikaciés teszt, tehat kihagyott valtozd detektalasira altaldban nem alkalmas
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9 A multikollinearitas

0.1. Multikollinearitas

A magyarazé valtozék korében rejlé egyéb probléma-lehetdségek

¢ Van egy masik oka is annak, hogy til sok magyarazo valtozé hasznalata miért lehet
problémas: az, hogy a magyardzé valtozék a tipikus gyakorlati esetekben egymast
is magyarazzak, vannak kozottik linearis kapcsolatok

o Ezt a kovetkez6 egyszeri példan mutatjuk be:

Y = By + BpBer 4+ BrFo + u,

o Tegyiik most fel (nyilvin nem igaz ilyen erdsen, de nem teljesen elrugaszkodott),
hogy a Bér-hez képest a F§ hozzdadasa mar felesleges, mégpedig azért mert ,,nem
hordoz tovabbi informaciét” (ugyanazt irja le més szemszogbél), mi mégis bevonjuk
a modelliinkbe

Multikollinearitas

e Mi torténik ilyenkor? — a magyardzé valtozdk egymadst is magyarazni fogjak
o Egyre rosszabb a becsiilhetdség

e Vigyazat: egyiitt becsiilhetéek, csak kiilon-kiilon nem — a probléma épp az, hogy
csak nagyon bizonytalanul lesznek elkiilonithetéek a hatasok!

o Ez a multikollinearitds: az a jelenség, hogy a magyaraz6 valtozok linearis kapcso-
latban vannak egymassal

e Bar nem tokéletesen preciz, de ezt a gyakorlatban azzal jellemezziik, hogy mennyire
magyarazzak egymast

o Ennek megfeleld mérészam az tn. tolerancia:

Tol (Ber) =1 — R%GHFO
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9 A multikollinearitds

Multikollinearitas leirasa

Altalaban: a vizsgalat magyardzé valtozét mennyire magyardzza a tobbi magya-
razo6 valtozo, tehat

N 2 _ 2
Tol (j) = 1= Rj =1 = Rx X, Xy,...X;_1.Xj11,Xuc

Minél nagyobb R?, annal kisebb a tolerancia — intuitive: annél kevesebb tobblet-
informéciét hoz be ez a valtozé a modellbe a tébbi magyarazé valtozd mellett

Multikollinearitas hatasa

Irjuk most fel egy mar bent levd valtozé koefficiensének mintavételi variancidjat:

—

D2 (B\j):ESS/(nfkfl) 1 o? 1

(n—1)D? (X;) Tol(j) (n—1)D?(X;) Tol(j)

Latszik, hogy egy magyarazé valtozé koefficiensének a mintavételi varianciaja c.
p. nd, ahogy a tolerancia romlik (csokken); elvi minimum erre a variancidra a
tolerancia = 1-nél

Itt a c.p.-t Ugy képzeljiik el, mintha tudnank csak a multikollinearitast valtoztatni

De figyelem: a multikollinearitds, barmilyen kézel is van 1-hez az RJZ, nem meg-
sértése a standard modellfeltevéseknek (hacsak nem egzakt)

A multikollinearitas mérése
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Bevezetjiik a variancia inflalé tényezét (VIF):

1
VIF (j) =
U= o)
VIF (j) = 1 jelentése: a fenti variancia az elvi minimum (tehdt: a magyardzo
valtozot egyédltaldn nem magyardzza a tobbi magyarazé valtozd); VIF (j) = 2:

a mintavételi variancia megduplazédott pusztin a multikollinearitds miatt (tehat
amiatt, hogy a magyardzé valtozok egymést is magyarazzék) ahhoz képest mintha
nem lenne multikollinearitas stb.

A haszndlataval kapcsolatban vannak bizonyos fenntartasok!



10 A modellszelekcio kérdései

10.1. Altalanositoképesség, tulilleszkedés

Par gondolat a magyarazoé valtozok korének kivalasztasahoz

« Eddig egyetlen mindsit6jét lattuk egy modell jésaganak: az R>-et
« Tételmondat: 1j valtozé bevonasival R? értéke mindenképp né (de legaldbbis nem
csokken), teljesen fiiggetlentl attél, hogy mi a bevont valtozénk, mik vannak mar

a modellben stb.

« Tehét: ha az R?-tel jellemezziik a modelliinket, akkor mindig az Osszes potencialis
magyarazé valtozd felhasznaldsa lesz a legjobb dontés

e A val6sigban azonban mar nem biztos!
e Mert: az R? a minta j6 leirasét jellemzi, de mi a sokasdgot akarjuk megragadni

e A kettd ellentmonddsba kertilhet!

A tételmondat indoklasaként gondoljunk arra, hogy ,legeslegrosszabb esetben” az
djonnan bevont valtozé egyiitthatéjara nulla mindenképp becsiilhetd — ekkor pedig ESS
szempontjabol pont ott vagyunk, mint az eredeti modell esetében!

Altalanositéképesség

o Azt, hogy a modell — a mintabdl kinyert informaciok alapjan — mennyire jél tud a
sokasagrol (tehat a mintan kiviili vilagrol) is szémot adni, dltaldnositoképességnek
nevezzik

o Igazabdl mi erre jatszunk!

e .. ennyiben (erre a célra) az R? nem szerencsés mutaté

Az R? a minta j6 ,megjegyzését” mutatja. Ez nekiink nem 6ncél — gondoljunk be-
le: ha csak a mintat akarnank megjegyezni, akkor kar is regressziés modellt alkotni,
hasznalhatnank egyszeriien magat a mintat is, ami ugye a rendelkezésiinkre all...
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10 A modellszelekcio kérdései

Altalanositéképesség

o Persze az sem j6 megkozelités, hogy az R2-tel nem térédiink, hiszen ha nem szediink
ki elég informaciét a mintabol, akkor sem varhatd, hogy a sokasagrél jol tudunk
nyilatkozni (mivel arra vonatkozdan csak a mintdra tdmaszkodhatunk)

e Tehat: kompromisszumra van sziikség a mintainformaciok felhasznélasaban...
— ... ha tudl keveset haszndlunk fel, akkor nem nyeriink elég jé képet a sokasdgrdl

— ... ha tul sokat hasznalunk fel, akkor tulsdgosan ,rafokuszalunk” a mintara
Altalanositéképesség

o Ahogy egyre tobb informéciét nyertink ki a mintabdl (egyre jobban ,elkotelezd-
diink” mellette), Ggy egy pontig javul, majd ezen til romlik az &ltaldnositoképes-
ség

o Tehat: nem csak nem javit a tobb informacio, de egyenesen ront (ezért az ,ellent-
mondéas”)!

Alulilleszkedés, tulilleszkedés

o A fentiek jol értelemzhetbek a gépi tanulds fogalomkészletével

o Itt a tanulds informacidkinyerés a mintabdl

o Ha ezt tul kis mértékben hajtjuk végre, akkor alulilleszkedésrél (alultanuldsrol)...
o .. ha tdl nagy mértékben, akkor tililleszkedésrél (tiltanuldsrol) beszéliink

o A tiltanitott modell 14tszélag nagyon j6 (a mintat jol megragadja), de val6ja-
ban nem az, mert a mintdn kiviili képességei gyatrak lesznek (hiszen tilsidgosan
,rafokuszalt” a mintara)

Egy példa a tulilleszkedésre

o Egyszert kétvaltozos feladat: egy magyarazo- és egy eredményvaltozo

o A példankban a tanitds fokit tehdt nem a magyardzé valtozok szdamaval fogjuk
mérni, hanem a fliiggvényforma bonyolultsagaval: Y = 81 + 5o X +u, Y = 61 +
BoX + B4X2+ ', Y = B1+ BoX + X7 + By X3 4 u” stb.

o Tehat az eredményvaltozét a magyarazé valtozo egyre nagyobb fokszamu polinom-
javal kozelitjiik (a polinom fokszamét jelolje p)

o (A fiiggvényforma ilyen megvalasztasaval késébb foglalkozunk részleteiben, de most
nem is ez a lényeg)
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10.1 Altaldnositéképesség, tililleszkedés

Egy példa a tdlilleszkedésre

e Hogy tudjuk mi a ,,jél illeszkedé” modell, eldrulom, hogy az adatokat valéjaban
egy Y =5+ X3 + 1+ u modell szerint generaltam, ahol u ~ A (0;0,3)

o Tehat lényegében: ,zajos harmadfoka” fiiggvény

o A jdl illeszked6 modell — ezt most tudjuk, dltaldban persze nem! — a harmadfoku
lenne

Alulilleszkedés: p =0

2,76989

><XX

X
X

0.2 0.4 0.6 0.8 1.0

Alulilleszkedés: p =1

9,12654x — 0,458165

6

0%

0.2 0.4 0.6 0.8 1.0

Nagyjabol jo illeszkedés: p = 2
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10 A modellszelekcio kérdései

7,1343422 — 2,77819z + 1,22967

0.2 0.4 0.6 0.8 1.0

Nagyjabol jo illeszkedés: p = 3
2,48264x3 + 3,17392x2 — 1,06319z + 1,0774

6

X

0.2 0.4 0.6 0.8 1.0

Nagyjabol jo illeszkedés: p = 4
11,65772* — 22,03692° + 20,249622 — 5,39823x + 1,34003

6

X

0.2 0.4 0.6 0.8 1.0
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10.1 Altaldnositéképesség, tililleszkedés

Erdemes észrevenni, hogy még ha tekintettel vagyunk az altaldnositéképességre, akkor
sem tudjuk mintabdl egyértelmiien megmondani, hogy pont a p = 3 a j6 vilasz. Ez
azonban nem meglepo, sot, épp varhat6: egyméshoz kozeli lehetéségek minta alapjan
nem feltétleniil kiilonithetéek el, ha nem elég nagy a mintanagysag. Minél kisebb a
differencia, annal nagyobb mintaméret kell, hogy megbizhatéan el tudjuk dénteni, hogy
a szbéba jovo lehetbségek kozil melyik a valdédi modell — ez nyilvan altaldnos statisztikai
elv. Kevés pont alapjan — sajnos — elképzelhet6, hogy nem eldénthetd, hogy linearis,
négyzetes, vagy épp exponencialis gorbe a valédi modell.

Talilleszkedés: p =5

94,76012° — 236,5142* + 213,6312 — 77,13822 + 10,8264x + 0,601515

6

X

0.2 0.4 0.6 0.8 1.0

Tulilleszkedés: p =6

—556,4262° + 1895,282° — 2494,87z% + 1587,6923 — 489,32522 + 64,82997 — 1,52203

6

X

/ 02 04 0.6 0.8 1.0

Tualilleszkedés: p =7
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10 A modellszelekcio kérdései

—7426,1827 4 28047225 — 42886,12° 4 33991 ,42:* — 14813,823 + 3456,67x2 — 380,286x +

\/ 02 04 0.6 0.8 1.0

14,6986

Talilleszkedés: p = 8

59039,228 — 282296,z + 565254,25 — 613881,2° + 390937,2* — 146967,23 + 31001622 —
3195,04x + 112,114

6

OIb 0.4 0.6 0.8 10

Talilleszkedés: p =9

—722495.2° + 3,85053 - 10928 — 8,84295 - 10627 41,1426 - 1072% — 9,08926 - 10525 +
4,57009 - 1082* — 1,43064 - 10523 + 262396,2% — 24485,1x + 807,137

6
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10.1 Altaldnositéképesség, tililleszkedés

Tualilleszkedés: p = 10

8,61299 - 106210 — 524999 - 10722 + 1,40371 - 1032 — 2,16006 - 10827 4 2,1085 - 10826 —
1,35546 - 1032° + 5,75915 - 1072* — 1,57537 - 10723 4 2,59736 - 10022 — 223991, + 7044,46

0.2

Tualilleszkedés: p = 11

9,81027 - 1072 — 6,54761 - 103210 +1,94347 - 10%2° — 3,37777 - 10%28 + 3,80722 - 10727 —
2,91 - 10925 + 1,53045 - 10%2° — 5,49469 - 1082* + 1,30416 - 1082% — 1,91189 - 10722 +
1,50501 - 1082 — 44723,9

Tulilleszkedés: p = 12

1,97286 - 108212 — 1,37728 - 1092 + 4,31319 - 10210 — 7,99714 - 10°2° + 9,75531 -
1092 — 8,22533 - 10927 + 4,8983 - 10°25 — 2,06632 - 10%2° + 6,08915 - 1082* — 1,211 -
10823 4+ 1,51977 - 10722 — 1,05188 - 105z + 28665

o
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10 A modellszelekcié kérdései
Tualilleszkedés: p = 13

1,33188 - 1019213 — 1,09101 - 10M 22 + 4,06208 - 10 21 — 9,08859 - 1011210 4+ 1,36095 -
10"229 — 1,43708 - 101228 4+ 1,0978 - 101227 — 6,12006 - 10126 42,4775 - 101125 —
7,14241 - 10192% + 1,41049 - 101023 — 1,77685 - 10°22 + 1,24223 - 1082 — 3,41822 - 106

6
1
2
0.6 0.8 Lo

0.2 0.4

Tulilleszkedés: p = 14

2,23808 - 101 14 — 1,95447 - 102213 4 7,81606 - 10222 — 1,89512 - 10"32! + 3,10833 -
1013210 —3,64245-10"32° +3,1386 - 10"32% —2,01508 - 10327 +9,65479 - 101225 — 3,41996 -
10"22° +8,76076- 10 24 — 1,55904- 101 23 4-1,79489- 10022 — 1,16536 - 102 + 3,04682- 107

6

0.2 0.4 0.6 08 1.0

Hiba az egyes fokszamok mellett

ESS
30
25
20

15

I r—ar—e— + Polinom fokszdma
0O 1 2 3 4 5 6 7 8 9 1011 12 13 14
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10.1 Altaldnositéképesség, tililleszkedés

Jobban lathatéan...

logESS

2
Il Polinom fokszama
01 2 3 4 5 6 7 8 9belufe \i 4

—

~10 L

Itt a fiiggbleges tengely logaritmikus beosztast, hogy a nagyon kis szamok tartoma-
nyaban is latszodjanak a valtozasok.

A tulilleszkedés hatasa

o Itt a tanitas mértékét a polinom fokszama jelzi

o A példa tokéletesen mutatja, hogy mi a tulilleszkedés tartalma:
— A mintaadatokat ugyan egyre jobban megtanuljuk...

— ... de kozben a mintén kiviili vildgrél egyre kevesebbet tudunk mondani (holott
minket ez érdekelne igazabdl!)

o A tultanulds igazi problematikajat az adja, hogy ez utébbi elkerilhetetlendl be-
kovetkezik, ha a tanitdst tul sokdig folytatjuk (az ellentmondés a két szempont
kozott, ugyebar)

Tulilleszkedés tal sok magyarazé valtozé miatt

o A magyardzé valtozok szama tipikus példdja a tanitds fokdnak

o Tl kis mértékii tanitds (tal kevés magyarazo valtozd) esetén az alulilleszkedés
miatt lesz rossz a modelliink...

o .. tul nagy mértéki tanitas (tdl sok magyardzé valtozo) esetén a tulilleszkedés, az
altalanositoképesség leromlasa miatt

o Szemléletes megjelenés: a bevont magyardzé valtozdk szama csokkenti a tesztek
szabadsdgi fokainak szdmét (erre ugyanis sokszor jon eld valamilyen n — (k + 1)
jellegti kifejezés), igy az erejiiket; ,lekoti a szabadsagi fokokat”

e Az R? ezt nem jellemzi, csak a mintdhoz vald illeszkedést

e Valahogy , javitani” kell; ezzel fogunk most foglalkozni

87



10 A modellszelekcio kérdései

Megoldasi lehetoségek 1.

e Magyarazo valtozok szamanak csokkentése csak a benniik 1év6 informaciok alapjan,
tehét nem is nézve az eredményvaltozét (,,blinded to the outcome”)

— A legtisztabb megoldés

— Két alapvet6 kivitelezési lehetOség: szakmai szempontok szerinti szilirés, vagy
statisztikai alapt redundanciavizsgalat a magyarazo valtozék korében és re-
dundénsak elhagyasa vagy Osszevonasa

— Ebben segithetnek az arra vonatkozé iranyelvek, hogy adott mintanagysag
mellett mennyi prediktor modellezhet6

o Minden magyarazo valtozé felhasznaldsa, de a regresszio regularizaldsa (penaliza-
14s)

o Egyéb korszerti megolddsok (pl. bayes-i modellatlagolds, BMA)

Megoldasi lehetdségek Il.

o Statisztikai alapu sziirés
— FEzzel fogunk most részletesen foglalkozni

— De vigyazat, ész nélkill nem hasznédlhatd, mert az maga is tulilleszkedéshez
vezethet!

— Esz nélkiil: ossze-vissza mindenféle lehetSséget megvizsgélva, hogy melyik
jobb; ehelyett vezessenek minket amennyire lehet szakmai megfontoldsok,
a prébalkozésok lehetéleg legyenek pre-specifikdltak (ne az adatok sugalljak
6ket), és ha kétség van, inkdbb kozoljink tobbféle modellt

10.2. Modellszelekcio

10.2.1. A modellszelekcié tartalma

A modellszelekcié fogalma
o Modellszelekci6 alatt az optimalis magyarazo valtozo-kor meghatarozasat értjik
o Ennek megfelel6en foglalkozik valtozé bevondsanak/elhagydsdnak hataséval...

o ..de nem ,mikroszkopikusan” (mi torténik a t6bbi valtozé becsiilt paramétereivel
stb.), hanem ,makroszkopikusan” (mi térténik a modell jésédgaval)

e Az el6bbi inkdbb a modellspecifikacié kérdése, késébb fogunk vele foglalkozni

o Tovabba: a modellspecifikdciéhoz szoktuk sorolni az adott magyardazé valtozd-kor
melletti fliggvényforma kialakitast (de nincs egyértelmi hatér a kett6 kozott)
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10.2 Modellszelekcio

A modellszelekcié problematikajanak megoldasa

« Az biztos, hogy a mintdhoz vald illeszkedés az R2-tel jellemezhet

e Innentdl két 1épésben lehet tovabbhaladni a modellszelekciéval:

1. Két modell k6z6tt igy dontiink, hogy megnézziik, hogy 1ényeges-e koztiik az
R?-beli kiilonbség... és csak akkor valasztjuk a bévebbet, ha nem csak na-
gyobb (ez biztos), de lényegesen nagyobb az R2-e (més széval: egy modellbsl
mindazon valtozékat elhagyjuk, melyek nem csokkentik lényegesen az R2-et,
még ha szamszeriien csokkentik is)

2. Definidlunk olyan mutatét az R? helyett, mely az R%-hez hasonléan figyelembe
veszi a mintdhoz valé illeszkedést, de — azzal szemben — az ehhez sziikséges
magyarazé valtozdk szamat is

Most e két kérdést fogjuk kozelebbrdl is megvizsgalni

Itt (és mindenhol méashol is) a ,1ényeges”-et a ,statisztikailag szignifikdns” szinonimé-
jaként hasznaljuk, tehat természetesen ugy értjiik, hogy mintavételi értelemben lényeges,
azaz olyan mértékii, ami nem egyeztetheto 6ssze a mintavételi ingadozassal: adott szigni-
fikanciaszinten nem hihetd, hogy a valtozas pusztan a mintavételi ingadozdsnak tudhaté
be, ezzel szemben feltehetd, hogy tényleges sokasagi kiilonbség van a hatterében.

10.2.2. Modellszelekcios tesztek

A modellszikitésrol

Maér lattuk, hogy miért akarhatunk modellt sziikiteni (valtozot elhagyni a modell-
bél), még ha ezzel rontunk is az R%-en (és még latni fogunk més okot is)

Melyik valtozét lehet érdemes ezek miatt elhagyni? — mérlegelés a fentiekben
javulas és az R? romlasa kozott

Sok vagy kevés a romlas? — a szd statisztikai értelmében lényeges-e!

Azaz tilmutat-e a mintavételi ingadozason: ehhez teszt kell

Nested (bedgyazott) modellszelekcié: a szitkebb modell minden valtozdja benne van
a bévebb modellben — elhagyhatéak anélkiil, hogy a modell 1ényegesen romlana (azt is
jelenti, hogy a két R? kozott nincs lényeges kiilonbség)

Kitéro: modellezési filozofiak

Az LM és a Wald-teszt eltérései

Ha ugyanazt a hipotézist vizsgaljak, mi a kiilonbség koztiik?

A nyilvanvald: teljesen mas elven épiilnek fel
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10 A modellszelekcio kérdései

A kismintas

o Ennek konkrétabb kovetkezményei:

1. Nem feltétleniil ugyanakkor utasitanak el; s6t, ennél t6bb is mondhaté: az
LM-préba mindig az elfogadés felé ,hajlik” (olyan értelemben, hogy ha ez
elutasit, akkor a Wald is, viszont ha a Wald elfogad, akkor az LM is elfogad)

2. A Wald kismintés préba, az LM-proba nagymintés (értsd: tulajdonsigai csak
aszimptotikus értelemben garantaltak), de azért a gyakorlatban mar néhéany-
szor 10 mintaelemre is elég jol szokott kozeliteni

3. Belathato, hogy a Wald-teszt csak a korlatozatlan, az LM-teszt csak a korla-

tozott modell becslését igényli; ez utébbi egyszeriibb (gyakorlatban szdmit!)

7

természetesen nem azt jelenti, hogy a teszt csak kis mintan miikodik,

hanem épp ellenkezbleg: azt, hogy minden mintanagysig mellett miikddik (szemben a
nagymintéds teszttel, ami csak nagy mintdn miikodik!). Taldn szerencsésebb is ezért a
,véges mintas” kifejezés, mely egytttal a kiilonbségtétel valodi okara is utal: a kismintas
tesztek tulajdonsagai ,,Vn”, mig a nagymintasok ,lim, ,..” értelemben garantaltak.

Az LM és a Wald-teszt eltérései

Van egy altalanosabb kiilonbség is: mas modellezési filozéfidhoz illeszkednek

A Wald-teszt inkdbb az ,&ltaldnostdl az egyszeriiig” filozéfidnak (Hendry/LSE)
felel meg (a korlatozatlan modellbdl indul, és kérdezi, hogy 1épjiink-e a csokkentés
irdnyaba)

Az LM-préba inkébb az ,egyszeriitol az altalanosig” filozéfidnak felel meg (a kor-
latozott modellbdl indul, és kérdezi, hogy 1épjiink-e a bévités irdnyaba)

... hat ez a kiillonbség — hidba ugyanaz formailag a hipotézispar!

Nem igazan lehet valaszolni arra a kérdésre, hogy melyik a ,,jobb” modellezési filozdfia:

nagyon sok, részben egymasnak ellentmondd, elméleti és gyakorlati szempont meriil fel
a valasztasndl. Ezzel a kérdéssel konyvtarnyi irodalom foglalkozik.

Az LM és a Wald-teszt eltérései

90

o Mar most megjegyezziik, hogy az ,,ijonnan felvett” valtozé nem sziikségszerii, hogy

még nem szerepld valtozo legyen: lehet egy mar bent levd valtoz6 valamilyen 1j,
nemlinedris fiiggvényformaja (pl. négyzete), vagy valtozok interakci6ja (ld. ké-
s6bb)

E célra altalaban LM-tesztet hasznalnak, emiatt igaz az, hogy az LM-elvii teszteket
kicsit altalanosabban is hasznaljak az 6konometridban, mas hipotézisek tesztelésére
is

e .. tehat: ez modellspecifikacios tesztként is felhasznalhato!



10.2 Modellszelekcio

10.2.3. Modellszelekcios mutatok, kritériumok

Az R? ,megjavitasa”

« Ahogy lattuk az R? énmagdban nem mindsit egy modellt, mert csak a hibat mini-
malizalja, a tl sok valtozé karos hatasaval egyaltalan nem foglalkozik (,egyoldala”
mérlegelés)

o Nem lehetne ezt valahogy kijavitani? — olyan mutatdt konstrudlni, ami mindkét
szempontra tekintettel van

o« Otlet: induljunk ki az R?-bél, de biintessiik a magyarazé valtozok szamanak no-
velését

o Bar méshonnan szarmazik, de épp ennek a logikdnak felel meg (gondoljuk végig!)
a korrigdlt R%:
_ n—1
Bt (1)
n—k—1
e Ez mar alkalmas kiillonb6z6 szami magyarazé valtozot tartalmazé modellek Gssze-
hasonlitasara

A korrigalt R? klasszikus bevezetése szerint 1 — R? megegyezik a (sokasagi) hibatag és
az eredményvaltozé becsiilt variancidinak a hdnyadosaval. A ,sima” R?-et ugyanis Ggy
definidltuk mint R? = ?—gg =1- %—gg, ami helyett azt is frhattuk volna, hogy R? =
1— ggg;g, ez utébbibél még jobban latszik, hogy két szérésnégyzet hanyadosatdl fiigg. A
probléma, hogy beldthaté médon sem az ESS/n, sem a T'SS/n nem torzitatlan becsléje
a megfelels szorasnégyzetnek (ez utébbi klasszikus induktiv statisztikai felismerés) — az
ESS/(n—k—1)ésaTSS/(n— 1) viszont az. Ezeket behelyettesitve az el6bbi képletbe
nyerjiik a R2-et.

Ilyen szempontbol — és ez is egy nagyon fontos megallapitas 6nmagaban is! — a korrigalt
R? azért is érdekes, mert a szokasos R? kovetkeztetd statisztikai értelemben torzitott
(gondoljuk végig, hogy nem is lehet mas, hiszen 0 és 1 kozott van mindig — mi van, ha a
valodi R? 07), a korrigalt R? épp ezen a torzitason javit! (Sajnos nem oldja meg teljesen:
igaz, hogy a nevezére és a szdmlaléra is torzitatlan becslést hasznal, de egy hanyados
nem biztos, hogy torzitatatlan attél, mert a nevezdje és a szamléldja is torzitatlan.)

Az R? fébb tulajdonsagai
. R2<R?
o Ebbdl kovetkezden 1-nél nem lehet tobb...

o ..de 0-nél lehet kisebb (ha sok magyardzé valtozéval is csak gyenge magyarazést
(kis R2-et) tud elérni)

o Ez mér csokkenhet is 1j véaltozé bevonasaval (belathatd, hogy ez a valtozd t-
hanyadosétdl fiigg)
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10 A modellszelekcio kérdései

e Ilyen médon mar nem beagyazott modellek szelekciéjara is hasznalhato...

o .. de vigyazat: csak akkor, ha az eredményvaltoz6 azért ugyanaz (kiilénben a

megmagyarazandd variancia is mas lenne)

Automatikus modellszelekcio

Megadjuk a valtozok egy maximalis halmazat (I darab potencidlisan széba jovo
magyarazé valtozd), és ,a gép” kivalasztja, hogy melyik részhalmaza az optimalis:
melyeket érdemes egy modellbe bevonni, hogy az a legjobb legyen

J6sag valamilyen célfiiggvény szerint (ami ugye nem R?, hogy a dolognak értelme
is legyen, hanem pl. R?)

Léteznek heurisztikus stratégidk (mind mohé algoritmus), hogy ne kelljen a 2!
kombindciot tesztelni (forward, backward, stepwise szelekcid)

Az automatikus modellszelekcié hasznalata azonban szinte minden esetben és ha-
tdrozottan ellenjavallt, az alkalmazasaval nyert modelleknek torzitottak lesznek a
regresszios koefficiensei, torzitottak lesznek a becsiilt standard hibai, ebbol ado-
dodan torzitottak lesznek a konfidenciaintervallumai, a szokasos p-értékek falsak
lesznek, a rajuk alapozott tesztek invalidak, a t és F statisztikdknak nem ¢ illetve
F eloszlasuk lesz, torzitott lesz a modell R%-e stb.

Informaciods kritériumok
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e Vannak tovabbi mutatok is, melyek egyszerre biintetik a magyarazoé valtozdk nagy

szamat és a nagy hibat, a kettd kozott egyensulyt keresve, pl.
~ Akaike (AIC): AIC = ES5*57
— Schwarz (SBC): BIC = ETSSn%

2(k+1)

— Hannan-Quinn (HQC): HQC = ETSS (Inn)~ ™=

Teljesen més elven (informdaciéelméleti alapon) épiilnek fel mint az R?
Hiba jellegii mutaték, ezért 6ket minimalizdlni akarjuk és nem maximalizalni!
Sok van beldliik, dontsiik el elre, hogy melyiket hasznaljuk a modellszelekcidral

Ezekkel nem csak bedgyazott modellek hasonlithatéak Ossze (de azért jobbak a
tulajdonsagaik ilyenkor)



10.2 Modellszelekcio

Modellszelekcios stratégiak

o Itt mar latszik, hogy miért mondtuk az elején, hogy az 6konometriai munka iterativ

e Diagnosztizaljuk a modellt, és — ha ilyen baj van vele — sziikitjiikk vagy bovitjiik,
majd djra diagnosztizaljuk, majd...

e De vigyazat: djra fontos felhivni a figyelmet, hogy ha rengeteg ilyen iterdciéra keriil
sor az értelemszertien maga is tililleszkedéshez vezethet (tilsdgosan raszabjuk a
konkrét mintéra a modellt)!
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11 Az exogenitas és sériilése

11.1. Erds exogenitas

Emlékeztetoiil

o Az er6s exogenitési feltevés sérilésének harom gyakorlatban tipikus esete van: ki-

hagyott valtoz6 okozta torzitas (confounding!), mérési hiba, szimultaneitas

o Az utébbi ketté meghaladja a mostani kereteket, igy a tovabbiakban az elsével

fogunk foglalkozni

Valtozé bevonasanak hatasa a modellre
Vesstik Ossze ezt a két (demonstracié kedvéért igen kicsi) modellt az esettanulmany
feladatéra:

KiadEFt = 339, 746 + 0, 637354 JovEFt
(13,783) (0,0064924)

T =8314 R?®=0,5369 F(1,8312) =9637,2 & = 662,02

(standard errors in parentheses)

KiadEFt = 283,172 + 0,616911 JovEFt + 34, 1727 TLetszam
(16,988) (0,0074136) (6,0199)

T =8314 R®=0,5386 F(2,8311)=4852,8 & = 660,78

(standard errors in parentheses)

Miért valtozott meg a jovedelem becsiilt koefficiense?

Valtoz6 bevonasanak hatasa a modellre

Mondjuk, hogy a bévebb modell irja le a valésdgos helyzetet (a gyakorlatban ezt
persze soha nem tudhatjuk, filozéfiai kérdés)

Azaz a valds helyzet a mésodik regresszié

Az érdekes, hogy ez alapjan elére meg tudjuk mondani, hogy az els6 regresszidéban
mi lesz a jovedelem egytitthatéjal (... és ebbdl persze a valtozds okt is rogton le
tudjuk olvasni)

A jovedelem ugyanis nem csak a kiadasra hat sztochasztikusan, hanem Osszefligg
a taglétszammal is:

TLetszam = 1, 65553 + 0, 000598206 JovEFt
(0,025067) (1,1807e-005)

T =8314 R®>=0,2359 F(1,8312) =2566,9 & = 1,2040

(standard errors in parentheses)

95



11 Az exogenitas és sériilése

Valtoz6 bevonasanak hatasa a modellre

Ebbdl 6sszerakhatjuk a sziikebb regresszioban a jovedelem egytitthatéjat:

0,637 = 0,617 + 0,000598 - 34,17

A bévebb modellben az egyiitthaté 0,617: ennyi a jovedelem direkt hatdsa (ha egy
egységgel né stb.), és itt véget is ér a sztori, mert a bévebb modellben a taglétsza-
mot allandé értéken tartjuk (v.6.: c.p.) ezért nincs jelentOsége a taglétszam és a
jovedelem kozti sztochasztikus kapcsolatnak

A szlikebb modellben viszont a jovedelem egységnyi novekedése a taglétszamot
is noveli tendencidjaban, a novekvd taglétszam viszont (énmagdban is!) noveli a
kiadast, ez lesz az indirekt hatéas

Teljes hatdas = direkt hatas + indirekt hatds(ok)

Valtoz6 bevonasanak hatasa a modellre

A szilikebb regresszidoban nem tudjuk izoldlni a taglétszam hatdsit: ha a jovedelem
n6, az a bévebb modellben nem tarsul a taglétszam névekedésével (v.6. a paraméter
c.p. értelmezésével), a sziikebb modellben viszont igen (hiszen ott nem endogén
valtozé a taglétszam) — a szitkebb modellben a kihagyott valtozén keresztiil terjed
hatéasok is beépiilnek az egyutthatdba

Azaz: a bévebb regressziéval, az 1j valtoz6 bevonasaval védekeztiink a confounding
ellen (kisziirtiik a hatdsat: kontrolldltunk az Gjonnan bevont valtozéra)

A gyakorlatban persze nem tudhatjuk, hogy mi a ,kihagyott valtozé”

A specifikacios torzitas és iranya
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Akkor van tehat kihagyott valtozé okozta torzitas, ha egyszerre fennall két feltétel:
a kihagyott valtozonak van — 6nmagaban — hatésa az eredményvéltozora (tehét a
B-ja nem nulla), és korreldlt a bennmaradt magyardzé valtozdval

Ebbdl addéddan a torzitds irdnya negativ és pozitiv is lehet attdl fiiggéen, hogy ez
a két tényez6 milyen el6jelil

Belathato, hogy tobbvaltozds esetben, ha csak egy valtozénak is van endogenitasi
baja, akkor is torzitott lesz az dsszes valtozd becsilt koefficiense



12 A homoszkedaszticitas és sérulése

12.1. A heteroszkedaszticitas és kovetkezményei

Példa a heteroszkedaszticitasra
El6szor préobaljunk szemléletes képet kapni a heteroszkedaszticitasrol:

3500

3000 [ + R

2500 - T

2000

EleImEFt

1500

1000

500

2000 4000 6000 8000 10000 12000 14000
JovEFt

Emlékeztetdiil
o A feltétel: o2 := D? (ei | é) = 02 i-t6] fiiggetleniil minden i = 1,2,...,n
« Vagy, ezzel egyenértékiien: E (e | X;) = o2

A heteroszkedaszticitas okai
A heteroszkedaszticitas oka lehet:

1. A jelenség természetes velejardja (1d. az élelmiszerfogyasztds, vagy éltaldban a
kiadasok példdjat: ,,béviilo lehetéségek az izlés kiélésére”)

2. Csoportositott adatok hasznalatakor: példaul haztartasonként atlagoljuk a jove-
delmet és az élelmiszerekre forditott kiadast — még ha egy haztartastag szintjén
allandé o? is a szérasnégyzet, a csoportositott adatokban ez o2 /n; lesz, ahol n; az
i-edik haztartds létszama, ami nagyon is eltér6 lesz haztartasrol-haztartasra (azaz
megfigyelési egységenként)
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12 A homoszkedaszticitas és sériilése

Heteroszkedaszticitas kovetkezményei
Mi torténik, ha a heteroszkedaszticitassal nem térédve, tovabbra is a szokasos OLS-t
alkalmazzuk a becslésre?

e Ahogy lattuk, az OLS szolgaltatta paraméter-becslések tovabbra is torzitatlanok
és konzisztensek lesznek...

o ..de mér nem lesz hatésos (elvesziti a BLUE-sagot) — lesz olyan linearis torzitatlan
becslés, aminek kisebb a varianciaja

o Réaddsul a becsiilt standard hibék (illetve altaldban a paraméterek becsiilt kovariancia-
matrixa) még torzitott és inkonzisztens is lesz!

o A t- és F-statisztikdknak még aszimptotikusan sem lesz t-, illetve F-eloszlasuk

o Azaz a tesztek és a paraméterekre adott konfidencia-intervallumok érvényiiket vesz-
tik

o Az elOrejelzések torzitatlanok lesznek ugyan, de nem hatasosak

12.2. A heteroszkedaszticitas tesztelése

Grafikus médszerek
e Nem analitikus, de benyomas-szerzésre jé lehet

o Reziduum-négyzetek kiplottoldsa kiilonféle magyarazévaltozokkal (vagy a becstilt
eredményvaltozéval) szemben:

1e+006

900000 -

n +
800000 - + +
700000 +
600000 -

500000

Reziduum-negyzet

400000
300000 [~
2200000 [~

100000 |- e +F 4

0

L
2000 4000 6000 8000 10000 12000 14000
JovEFt

Azért kell kiilonb6z6 magyarazévaltozdkat hasznalni, mert elézetesen altalaban nem
tudhatjuk, hogy melyik ,felel” a heteroszkedaszticitdsért (erre mindjart visszatériink
még részletesebben is a tesztek kapcsdn). S6t, az is lehet, hogy nem konkrétan egy, ez
korlatozza a grafikus médszer alkalmazhatosigat.

Azért a reziduum-négyzeteket célszerli vizsgalni, mert a reziduum torzitatlanul becsli
a hibat (még heteroszkedaszticitds esetén is), igy a hiba szérasnégyzetének — mivelhogy
varhaté értéke nulla — ésszerli becsléje a reziduum-négyzet.
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12.2 A heteroszkedaszticitas tesztelése

Goldfeld—Quandt (GQ) préba

o Alapotlet: rendezziik a mintat azon magyarazé valtozo szerint, ami mentén nem
allandé a feltételes széras (az el6bbi példén mondjuk a jovedelem), vagjuk szét ha-
rom részre a mintat eszerint (kis, kozepes és nagy értékii e valtozd), és hasonlitsuk
ossze (F-prébaval) az also és a felsd régidéban a szorést

o Elonye: egyszerii, intuitiv, konnyen atlathato
o Hatranyai:
— Tudni kell, hogy mely valtozé mentén nem &llandé a szords (és muszaj, hogy
egyetlen ilyet mutassunk)
— Csak akkor jo, ha e valtozé mentén monoton médon valtozik a szoras

— Gazdasigtalan, nem hasznél fel minden informdaciét a mintdbdl (a kézépséd
részt egyszeriien kidobja a kukéba!)

A ,monoton véaltozas” feltétele alatt azt értjik, hogy a homoszkedaszticitdst mar az
is elrontja, ha egy véaltozdé mentén eleinte n6, aztan csokken a feltételes szdrds, viszont
egy ilyen helyzetet a GQ-préba nem feltétleniil fog észrevenni (kis szérast hasonlit kis
szoréssal, azt fogja hinni, hogy minden rendben).

LM-prébak

e« Mi volna, ha a modell paraméterének tekintenénk, hogy az i-edik megfigyelési
egységnél mekkora a o? feltételes variancia?

« Onmagaban nyilvan rossz 6tlet: lehetetlen lesz megbecsiilni, hiszen minden para-

méterre csak egyetlen megfigyelésiink (az u? reziduum-négyzet) lesz

e De: egyszerisitsiik a strukturdjat! Azaz: feltételezziink egy kevesebb paraméterre
redukalt format, mely meghatarozza a feltételes szérast

LM-prébak

o Tehat: van elképzelés, hogy mely valtozdk ,felelések” potencidlisan a heteroszke-
daszticitdsért, melyek mozgatjak a hibatag szérasit — rakjunk erre egy (linedris
regresszi6s) modellt; par lehetséges példa erre:

ol =01+ asZip+...+apZip+e

o;=a1+aZip+...+apZpte;
In (#) =a1+asZip+...+apZip+e;
o Itt Z;-k ismert valtozok, melyek korét mi hatdrozzuk meg, mint amik ,felelhetnek”

a nem-allandé szordsért (ezek természetesen részben vagy egészben magyardzo val-
tozdk is lehetnek az eredeti regressziéban)

o A o; feltételes szérds helyébe annak a becsldjét, az |u;| reziduumot irjuk a segéd-
regresszioban
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12 A homoszkedaszticitas és sériilése
LM-prébak

o Akkor nincs heteroszkedaszticitds, ha a segédregresszidban teljesil a Hy : ag =
ag = ... = ap = 0 nullhipotézis (hiszen ekkor a o; specidlisan allandé lesz, nekiink
épp ez kellett)

o Ezt in. LM-elven vizsgaljuk (részletesen lasd kés6bb), a lényeg, hogy az erre
irdnyul6 proéba:

H
LMemp = nR?~ X;23—17
ahol R? természetesen a segédregresszié tobbszoros determindciés egyiitthatéja

e A fenti modellekhez tartozé probak nevei rendre: Breusch—Pagan-proba, Glejser-
préoba, Harvey—Godfrey-préba (tin. multiplikativ heteroszkedaszticitdsra)

o (Valéjdban a prébak eredetileg kicsit mas alakiak, de nagy mintdn egységesen a
fenti forméra hozhatdak)

Az tn. Park-proba a Harvey—Godfrey-préba specialis esete.
LM-prébak

o Elonyeik:
— Ezek mar minden informéciot felhasznalnak

— Nem muszaj, hogy a heteroszkedaszticitasért egyetlen valtozé legyen felelOs

o Hatranyaik:

— Tovébbra is nekiink kell tudnunk, hogy mely valtozé(k) felelds(ek) a nem-
allandé szérasért

— Hibanormalitast igényelnek és erre érzékenyek
Breusch—Pagan (BP) préba
e Még egyszer, a segédregresszidja:

Ul =01+ asZip+...+apZip +e

o (Valéjédban a jobb oldal helyett egy f (a1 + @2Zis + ...+ apZ;p) transzformaltat
is tekinthetnénk valamilyen f fiiggvénnyel, a proba végeredménye ugyanis belat-
hatéan ugyanaz lesz, ez tehéat erre altalanosodik)

o A hibanormalitdsra robusztusabb valtozata: Koenker-préoba
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12.3 A heteroszkedaszticitas kezelése

White—teszt

o Az Gsszes eddigi tesztnek még mindig hatranya, hogy tudni kell, hogy mi mozgatja
a heteroszkedaszticitast

o A White-proba Otlete: ha nincs Otletiink, hasznéljunk ,mindent”, ami a vélto-
z6inkbdl kinyerhetd (a valédi ok inkabb az, hogy a homoszkedaszticitdsi feltétel
gyengitheté arra, hogy az interakcidkkal és a kvadratikus hatasokkal nincs 6ssze-
fiiggése e2-nek)

e Minden: az Osszes magyarazo valtozd, az Osszes interakcid, az Osszes kvadratikus
hatéds (persze csak ahol van értelme)

e Innentdl olyan, mint a BP-préba
o Nagy mintés
e Tovabbi elénye, hogy a hibanormalitasra sem annyira érzékeny

e Hatranya: itt is érvényesiil a ,,minél kevesebb eléfeltevésre épit egy préba, anndl
gyengébb” elv (itt szemléletesen: nagyon megné a segédregressziéban a magyarazo
valtozdk szama) — ha van a priori informéciénk, hasznéljuk! (itt: ha ismerjiik,
mi felel a heteroszkedaszticitasért, erésebb a BP-préoba)

12.3. A heteroszkedaszticitas kezelése
Modellspecifikacié valtoztatasa

o Otlet: tigy médositjuk a modellspecifikdciot, hogy az 1j specifikdciéban szereplé
hiba méar ne legyen heteroszkedasztikus

o Nem-statisztikai jellegii korrekcié: szakmai ismeretet (is) igényel arrél, hogy vajon
mi a jé moédositott specifikacio

o Nem is univerzalis (nem feltétlentil alkalmazhaté minden esetben)

o Példaul:
— Logaritmalds (1d. a nemlinearitasokrol sz6l6 részt a 6. fejezetben)

— ,Defldlas” (attérés valamilyen méret-jellegii mutatéra leosztott valtozéra, pl.
népességrél népsiiriiségre)

Heteroscedasticity Consistent Covariance Matrix, HCCM

o Otlet: a becsiilt értékek torzitatlanok, azokat hagyjuk békén: maradjanak ugyan-
azok, mint a heteroszkedaszticitds figyelmen kiviil hagyasaval becsiilt modellben

e A standard hibdkkal kéne valamit kezdeni
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12 A homoszkedaszticitas és sériilése

o HCCM nevii eljarés képes ezeket korrigdlni: robusztus (vagy Huber—White—Eicker)
standard hibak

e Matematikai részletekkel nem torédiink

Heteroscedasticity Consistent Covariance Matrix, HCCM

e Univerzalisan miikodéképes, nem igényel semmilyen feltevést a heteroszkedaszti-
citds strukturajarol (legaldbbis nagy mintan: itt emiatt gyakran automatikusan
robusztus standard hibat adnak meg, esetleg mindkét standard hibat)

e Viszont ha fennall a homoszkedaszticitas, akkor jobban jarunk a szokasos standard
hibéval, mert annak a kismintés viselkedése is garantalt (mar csak ezért is érdekes
a tesztelés)

e Alapozhatd ra més teszt is, nem csak a t-préba

Altalanositott legkisebb négyzetek médszere (GLS)

o Ez mar a teljes modellt tGjrabecsiili: a becsiilt koefficiensek is mésok lesznek

o Alapdtlet: a hibak kovarianciaméatrixa nem skaldrmatrix — semmi baj, feltételez-
ziink egy &ltalanosabb maétrixot, és szamoljuk azzal végig a legkisebb négyzetes
becslést

o Matematikai részletek nélkiil a végeredmény:
—_— —1
Bars = (XTQAX) X'y,

ahol @ a — teljesen altalanos — feltételes kovarianciamatrix: € = E (@T | X )

o A baj, hogy ez 6nmagéban csak akkor alkalmazhatd, ha ismerjiik ezt a 2 matrixot,
azaz az egyes — feltételes — szorasokat

Erdemes észrevenni, hogy €-ra most mar semmilyen kikotést nem tettiink (teljesen
altalanos matrix), igy a GLS ugyanugy alkalmazhaté autokorreldcié jelenléte esetén is a
becslésre! (Persze ugyanazzal a limitacidval, hogy ti. ismerni kell ezt a métrixot.)

Sulyozott legkisebb négyzetek médszere (WLS)

e Van gyakorlati példa arra, amikor — legaldabbis konstans szorzo6 erejéig — ismerjiik
a feltételes szordasokat: ha tudjuk, hogy azok mely valtozoval aranyosak

o Példaul: fogyasztasi egységek szamaval ardnyos a feltételes szords: o; = o - F; (a
fogyasztési egységek F; szama minden megfigyelési egységre ismert)
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12.3 A heteroszkedaszticitas kezelése

o Ennyi (tehat a konstans szorzo erejéig ismert feltételes szérdas) méar elég: ha
Yi=pB1+BeXio+ ...+ B Xk &

heteroszkedasztikus is, a
Y; 1 X,;Q sz Eq
= fB1—= + B2 +...+ Bk +
VE; VE; Vv IE; vVE  VE;

konnyen belathato, hogy nem lesz az

Sulyozott legkisebb négyzetek médszere (WLS)

o Ez az un. stlyozott legkisebb négyzetek moédszere (WLS, weighted least squares);
nem keverend$ Ossze a megfigyelési egységek stlyozasaval (erre is latni fogunk
példat)

o Fontos, hogy a sulyok nem becslésbdl szarmaztak, hanem ismertek voltak (1d. a
fogyasztési egységek példdjat)

o Természetesen egy valtozéndl tobb is felhasznalhatéd (fogyasztési egységek szadma
és telepiilés stb.), hogy leirjuk a o;-t és a fiiggvényforma is lehet akarmilyen bo-
nyolult (fogyasztési egységek négyzetével aranyos feltételes szords stb.), a lényeg,
hogy olyan kifejezést konstrualjunk kizdrélag ismert valtozokbdl, mellyel egyenesen
aranyos lesz a feltételes széras

o A kulcs az, hogy visszaredukaljuk egyetlen ismeretlen paraméterre a feltételes szé-
rasokat (ugyanugy, ahogy homoszkedaszticitdsnél lenne)

Kivitelezhet6 altalanositott legkisebb négyzetek médszere (FGLS)

e Ha nem ismert a heteroszkedaszticitas strukturdja, akkor més megoldas kell, hogy
a gyakorlatban alkalmazhaté legyen a GLS

o Egy segédregressziéban az eredeti regresszio reziduumainak négyzeteit regresszal-
juk ki a White-tesztnél latott mdédon, innen kapjuk a hiba becsiilt varianciait

o FEzek felhasznélasaval egy stlyozott regressziot szamitunk, amivel Gjra kozelitjik a
hibak variancidit

o Igy nyeriink — ismert struktira nélkiil is — becslést a feltételes szérdsra, amit az
alapregresszioban a WLS-hez hasonlé médon alkalmazhatunk a heteroszkedaszti-
citas korrigaldsara

o (A segédregressziéban reziduum-négyzet helyett mést is alkalmazhattunk volna,
ahogy a heteroszkedaszticitasra irdnyulé LM-prébéknal is volt)
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13 Kategorialis eredményvaltozoé
modellezése: a logisztikus regresszio és
valtozatai

13.1. Altalanos gondolatok

Kvalitativ valtozé eredményvaltozo pozici6jaban

o Példaul a feladat egy ,,cs6dbe megy-e vagy sem” jellegli valtozé modellezése

e Ez binaris valtozé6 — mint az eddig targyalt dummy valtozok, csak ezittal ered-
ményvaltozdként

o Jelent ez médosulast? (Hiszen példdul magyardzo valtozoként mindegy volt, hogy
egy valtozé bindris, az OLS-t nem zavarta, hogy torténetesen csak 0 és 1 értékeket
vesz csak fel)

e Most drasztikusan mas a helyzet: Y nem modellezhetd OLS-sel

OLS és a binaris eredményvaltozo

o Matematikai részletekbe nem megyiink bele

o Intuitive: gondoljunk arra, hogy az OLS — elvileg — barmilyen értéket becsiilhet
—00 és 0o kozott — egy ilyen hogyan lenne értelmezhetd egy ,,cs6dbe megy-e vagy
sem” kérdés valaszaként?!

e De: mégis lineéris struktiuraban fogjuk megoldani a problémat... csak tritkkdsebben
alkalmazzuk: binaris Y helyett egy transzformélt valtozéra

o Avagy — forditva megfogalmazva — megtartjuk a linedris kombinaciét, de annak az
eredményét ateresztjiikk egy olyan fiiggvényen, ami a (—o0,00)-t a [0, 1]-re képezi
le

A mostani feladat altalanosabban

o Tegylik fel, hogy elkésziilt a binaris Y-ra adott modelliink, és azt elOrejelzésre
hasznaljuk
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13 Kategorialis eredményvaltozé modellezése: a logisztikus regresszié és valtozatai
e Vegyiik észre, hogy az Y szerinti érték egyfajta csoporttagsigot jelent: becs6dolo,
miik6dé
e Az elOrejelzés ebben a kontextusban lényegében besorolas egy csoportbal

o Tehat mégegyszer: a megfigyelési egység két csoport valamelyikébe tartozik, mi a
csoporttagsagaval Osszefliggd adatok alapjan tippeljiikk meg a csoporttagsagot

o Ezt a feladatot altaldban osztdlyozdsnak (klasszifikdci6) nevezik

o A klasszifikdcié hatalmas gyakorlati jelentéségii feladat: melyik cég megy csédbe
(a mérlegadatai alapjdn), melyik beteg fog meghalni (a laboreredmények alapjan),
kit vesznek fel adott munkahelyre (egyéni jellemzok alapjan) stb. stb.

13.2. Alapfogalmak bevezetése

A feladat atalakitasa

e Hogy a kérdést a magyarazé valtozdk linearis kombinacidjaval tudjuk kezelni, at-
tériink mas valtozéra

o Eldszor is: nem az l-es csoportba tartozas tényét, hanem annak Px feltételes
valészintiségét fogjuk modellezni

e Az als6 index értelme: az l-es csoportba tartozas valdsziniisége, feltéve, hogy a
magyarazé valtozok X értékiliek, azaz precizen: Py =P (Y =1X )

s

o Ezzel a {0,1} valtozé helyett egy [0, 1]-on 1évét kell modellezni

o Vegyiik észre, hogy ezzel még nem léptiink ki az eddigi regressziés keretbol, sot,
teljesen megfeleliink neki, hiszen egy bindris (0-1) valtozéra ez a feltételes valoszi-
niiség épp a feltételes varhaté érték!

o Azt fogjuk mondani, ez a késébbiek szempontjabdl lesz fontos, hogy az eredmény-
valtozo eloszldsa Bernoulli (p valészintiséggel vesz fel 1-et, 1 — p valdsziniiséggel
0-t), és ennek a feltételes varhaté értékét modellezziik

A feladat tovabbi atalakitasa

e Ez persze még mindig kevés, ezért Gjabb transzforméciét alkalmazunk

o Odds (esély) fogalma: az 1-es csoportba tartozas valdszintisége a 0-s csoportba tar-
tozas valdészintiségéhez viszonyitva, jelen esetben valosziniiség osztva 1-valdszinliséggel

o Azaz
Px

1- Py

oddsx =
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13.2 Alapfogalmak bevezetése

o Konnyen megoldhaté Px-re:

oddsx
]P)X =
= 1+ oddsx

Es még egy atalakitas
e Az odds mar a [0, 00) intervallumon van
e Majdnem j6, egy utolsé triikk: bevezetjiik a logit fogalmat, mint log-odds:

logit x = Inoddsx

o Esezmar a (—oo,00)-n van (és szimmetrikussd is tettiik a siker és kudarc eloszlasét
rajta)!

Na, ezt fogjuk linedris struktirdval modellezni!
logity = Bo + B1X1 + BaXo+ ...+ BpXp = XTB
o A moébdszer neve: logit regresszid, vagy logisztikus regresszio

Figyeljiik meg, hogy itt nincs hibatag, hiszen az ingadozas abban fejezodik ki, hogy ez
csak a feltételes varhaté érték, amire ,rarakodik” az eredményvaltozé Bernoulli eloszldsa.
Igazabdl a linearis regresszio is leirhato lett volna igy: a feltételes varhato értéket model-
lezziik linedrisan, majd rdkeveriink egy N (0, 02) eloszlast. Itt ugyanez torténik, csak a
linearis kombinaciét még meg is transzformaljuk, és nem normalisat, hanem Bernoulli-t
keveriink ra. Erre a gondolatra kés6bb még visszatériink.

A logisztikus regresszié visszafejtése
o Jatszuk el mindezt visszafelé, feltéve, hogy S-k mar ismert:

logiti = 6o+ /1 X1+ BoXo+ ...+ Bp Xk

OddSX = 6/80+51X1+,32X2+,,,+/8kxk
650+51X1+62X2+,_,+5kxk eKTﬁ

Px = 1 + ePotBrXi+PaXo+..+8, Xy - 1+ eX'B

x

Az utols6 lépésben kapott f(z) = F=7 =
(—00,0)-t a [0, 1]-be képezd fuiggvény!

H% épp a kordbban emlegetett,

o [ ismeretében egyszerii algebrai miiveletekkel kapjuk a siker valdsziniiségeit

o Es az utolsé 1épés: hogy becsiiljiik meg B-t7

Sajnos az OLS — ahogy méar mondtuk — nem j6, Gj médszer kell: maximum likeli-
hood (ML) becslés
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13 Kategorialis eredményvaltozé modellezése: a logisztikus regresszié és valtozatai

13.3. A logisztikus regresszié becslése és alkalmazasa

A logisztikus regressziés modell becslése

o Minden b valasztdshoz meghatdrozhaté a minta (itt: adatbazisunk) likelihood-ja
(precizen: adott b mellett mekkora likelihood-dal j6tt volna ki a mintank)

e Ezt fogjuk a b-ban maximalizalni, és igy kapjuk ﬂ/l\E—t

o Kérdés: hogyan kapjuk a minta likelihood-jat?

o Annyira nem nehéz, hiszen egy mintaelemre a kijovetelének valoszintisége Px (ha
az eredményvaltozdja 1) illetve 1 — Px (ha eredményvaltozdja 0), mely értékek

kiszamithat6ak adott b mellett (mér lattuk is)

o Mar csak az egész mintara (nem egyes mintaelemekre) kell kiszamitani, itt fiigget-
lenség feltételezésével éliink

A logisztikus regressziés modell becslése

o Az egész minta likelihood-ja igy:

b= T2 T (-2) - T[2 (1-20) -

Y;=1 Y;=0
n XTb Yi eX.Tb
- 1. .Xb 1= X7
i1 \1+e~ 14 e~

e Ezzel a megoldandé feladat:

1-Y;

L (bg,b1,....b
o ax, (bo, b1, ..., b)

A logisztikus regressziés modell becslése

o E helyett a gyakorlatban inkabb a vele ekvivalens

min —2InL (by,by,....,b
b0,b1,...,bx (bo, by 2

feladatot oldjuk meg (nem csak numerikus okokbdl)

o Fontos kiilonbség, hogy mig linearis regresszio esetén volt zart alakti megoldas, itt
altaldban nincs, numerikus eljarast kell hasznalni
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13.3 A logisztikus regresszié becslése és alkalmazasa

Alkalmazas: elemzés

o Ertelmezziik az egylitthatdkat:
OddSX1,...,Xl,l,Xl+1,Xl+1,...,Xk eXl,...,Xl—l:Xl+1,Xl+17..-,Xk B 6/81

eX1y X1, X, X415, X,

Oddlev--’lel,Xl’XlJflwak

o Ezért az efi-kat is meg szoktdk adni a programok, a neviik esélyhanyados (odds
ratio, OR)

Alkalmazas: elorejelzés

o Még egy megfontolast kell tenni: csak cs6dvaldszintiséget kaptunk... de az eldrejel-
zésben konkrét kimenet kell! Mikor soroljuk becs6dolébe? Ha ez a valdszintliség
0,5-nél nagyobb? 0,1-nél? 0,99-nél...7

o Jelolje ezt a hatart C (cut-off point, cut value):

)A/ =1 P& >C
o Ekkor kiilonb6z6 C-khez kiilonbo6z6 konkrét klasszifikacidk tartoznak

A klasszifikacié josaganak mérése

Legalapvetébb eszkoz a klasszifikdcios matrix:

| [9=1[9=0]
y=1 6 1
y=20 5 38
o FGétloban a helyes osztalyozasok, ezek ardnya a helyes osztalyozasi rata (itt % =

0,88)
o Mellékatloban: els6- és masodfaju hibék (specificitds, szenzitivitas)
e Gondoljuk végig, hogyan valtozik ezek aranya C novelésére, ill. csokkentésére

o Szenzitivitas az (1-specificitas) fiiggvényeben kiilonboz6é C-kre: ROC-gorbe (terii-
let alatta: AUC)
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13 Kategorialis eredményvaltozé modellezése: a logisztikus regresszié és valtozatai

C megvalasztasa veszteség-fiiggvény alapjan

Ha tudjuk, hogy az egyes hibak milyen , koltséget” jelentenek, akkor analitikusan
valaszthatunk optimalis C-t

Veszteség-matrix:

y=0] 02 | 02

Ezzel az el6z6 klasszifikacidos matrix koltsége:

6-04+1-14+5-0,2438-(—0,2) = —5,6

Azt a C-t valasztjuk, aminél ez minimalis!

C megvalasztasa veszteség-fiiggvény nélkiil

e (C korrekt megvalasztasa csak veszteség-fliggvény ismeretében lehetséges: ha nem
tudjuk, hogy milyen silya a kétféle hibazas, akkor honnan tudhatnank egyaltalan
megmondani, hogy mi az, hogy ,,j6” valasztas?

e Néha azonban mégis rakényszeriiliink a veszteségek ismerete nélkiili dontésre

o Klasszikus (nem ROC-gorbére tdmaszkodd) heurisztikak:
— Fix 0,5-6s cutoff
— A cutoff legyen az 1-esek mintabeli ardnya
— A cutoff legyen olyan, hogy azzal a predikalt 1-esek arianya megegyezzen az
1-esek mintabeli aranyaval
o Optimalizalas a ROC-gorbe alapjan:
— A specificitas és a szenzitivitds osszege legyen maximalis (Youden-szabdly)

— A bal felsé — optimalis — ponthoz legkdzelebbi pont vélasztésa (azaz (1 — Se)*+
(1 — Sp)? legyen minimalis)

Modelljellemzés pszeudo- R? mutatéval

¢ Az OLS-nél ldtott R2-hez hasonlé elvii (,hol jarunk az tton?”) mutaté szeretnénk
LR-re is

e Az ESS helyett itt a —21In L jellemzi a modellt

o Mi a tokéletes modell? - Px =1haY =1ésPx =0ha) =0 — mennyi ennek
a likelihoodja?

110



13.3 A logisztikus regresszié becslése és alkalmazasa

e« Epp1l, —2InL =0

o Az {ires — semmilyen magyarazoé valtozét nem tartalmazé modell — —21n L-je ana-
litikusan meghatarozhaté (analég a helyzet az OLS-sel)

e Az alapjin a McFadden-féle pszeudo-R?:

R2 i (—21nLnun) — (—21nLtargy)
—21n Ly

Sok fenntartas van az ilyen mutatokkal kapcsolatban!

Modellszelekcié
e Nested modellszelekcid,
Ho:Bgr1=B8gr2=-..=Bg+m =0

¢ Ha nagy mintank van, akkor rendkiviil kényelmesen vizsgalhaté egy 1j probakészi-
tési elvvel, az un. likelihood-hdnyados (LR) elven konstrudlt teszttel:

(—21an0> - (—21an1> ~ X2

 Ures modelltél valé szignifikdns kiilénbozés tesztelése: fiiggetlenségvizsgalat

Szaturalt modelltél van szignifikdns kiilonbo6zés tesztelése: illeszkedésvizsgalat

111






14 Az altalanositott linearis modell (GLM)

14.1. Az altalanositott linearis modell (GLM)

A linearis és a logisztikus regresszié k6zos keretben

e Vegyiik észre a hasonlosigokat!
1. Van valamilyen eredményvaltozé-eloszlas

— Linearisndl normalis, logisztikusnal Bernoulli

2. A feltételes varhat6érték valamilyen transzformaltjat modellezziik: g [E (Y]K )} =
Bo+ b1 X1+ ...+ BrXk

— Linedrisnal az identitds, logisztikusnal a kordbban latott f (pontosabban
sz6lva annak az inverze)

3. Elvileg valamit mondani kellhet a varianciarodl is

— Lineérisnal azt, hogy o? = of, logisztikusnal megspoéroltuk ezt, mert a
varhaté értéke meghatarozta a szérast is (egy paramétere volt az elosz-
lasnak)

Az altalanositott linearis modell (GLM)

o A fenti komponensek hatdrozzék meg az un. dltaldnositott linedris modellt (gene-
ralized linear modell, GLM)

e Az eredményvaltozd eloszlasa legyen exponencialis eloszlascsaladbol szarmazd
e A g fiiggvény neve: link fliggvény
e Becslés maximum likelihood-dal

o A linedris és logisztikus regresszié mind specidlis esete ennek (alkalmasan vélasztott
eredményvaltozo eloszlassal, link fiiggvénnyel és széras-fliggvénnyel)

e Sok minden maés is ide tartozik, lassunk még egy példat
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14 Az altaldnositott linearis modell (GLM)

Poisson regresszié

e Mi van, ha az eredményvaltozé valamilyen darabszam, események szama jellegii
valtoz6 (count data)?

o lIlyenekre tipikusan feltételezett eloszlas els6 kozelitésben: Poisson-eloszlas
e Ez exponencidlis csaladbeli
e Varhaté értéke itt is épp a paramétere
o Tipikus link fiiggvény valasztds: a log
« Osszerakva mindezeket a modelliink:
Y ~ Poi ()
log [E (Y|X)} —log A= Bo + fi X1+ ...+ BuXs
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